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Resumo

O Catalogo Portugués de Alergias e outras Reag¢des Adversas (CPARA) utiliza a
terminologia clinica SNOMED CT (Systematized Nomenclature of Medicine - Clinzcal "Terms)
para a classificacao normalizada das alergias e rea¢oes adversas. No entanto, é sentida a
necessidade de um sistema capaz de identificar e classificar automaticamente de acordo
com o CPARA registos clinicos em texto livre. Assim, pretendemos utilizar técnicas de
texct mining € machine learning para a criacdo de um prototipo de uma ferramenta web para a
classificagdo automatica do registo clinico em texto livre para a terminologia SNOMED
CT. Foram obtidos registos clinicos de doentes observados em consulta de
Imunoalergologia da CUF Porto onde estes foram classificados com base na terminologia
SNOMED CT por dois métodos: 1) manualmente, por um especialista em
Imunoalergologia; 2) automaticamente, por técnicas de fext mining € machine learning. Para
a criacio do protétipo da ferramenta web foram classificados 48 registos clinicos de
doentes para o conjunto de treino. De forma a estruturar a informagao presente nos textos
dos registos clinicos, numa etapa de pré-processamento, foram aplicados algoritmos de
texct mining disponiveis através do soffware Rapidminer, nomeadamente os processos de
tokenizagdao e “‘filter stopwords’. Nesta etapa, foi também utilizado um filtro para a
identificagdo de palavras chave associadas as defini¢des de cada cédigo SNOMED CT.
Foram construidos varios modelos de classificacao, com base na informacao estruturada
e na classificacio manual, através de técnicas de machine learning, nomeadamente algoritmos
Naive Bayes, Support Vector Machines (ST”M), J48 (arvore de decisao), Randon Forest, Nnge e
k-Nearest Neighbours (£-NIN). Medidas de sensibilidade, especificidade ¢ AUROC foram
utilizadas para a avaliagdo dos classificadores obtidos. Os classificadores obtidos
apresentaram alta ou média especificidade e boa sensibilidade para a maioria dos codigos
SNOMED CT analisados. Os algoritmos Randon Forest e S17M apresentaram os melhores
resultados relativamente a especificidade, sendo selecionados como os melhores
classificadores para 11 dos cédigos da amostra, enquanto que o £-INN apresentou o
melhor desempenho quanto a sensibilidade, sendo escolhido como o melhor algoritmo
para 15 dos codigos da amostra. A arvore de decisao (J48), foi o algoritmo que apresentou
os piores resultados, quer na sensibilidade como na especificidade. Os resultados deste
estudo mostraram o potencial das técnicas de zext mining e machine learning para apoio a
identificacdo de casos de alergias e rea¢Oes adversas, permitindo extrair de registos clinicos
em texto livre a informagdo necessaria para a classificagdo automatica em codigos da
terminologia SNOMED CT, conforme as normas de classificagio do CPARA. Para
disponibilizar efetivamente o servico web, os classificadores deverdo ser revistos e
melhorados tendo por base a obten¢ao de novos registos clinicos e a melhoria continua
do dicionario de palavras chave.

Palavras-Chave: registo clinico, alergologia, imunoalergologia, classificacdo
supervisionada, text mining, machine learning, apoio a decisao.
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Abstract

The Portuguese Catalog of Allergies and other Adverse Reactions (CPARA - Catalogo
Portugués de Alergias e outras Reag¢des Adversas) has adopted SNOMED CT
terminology to classify clinical cases of allergies and adverse reactions. Nevertheless,
flagging and classifying textual clinical records according to the CPARA specifications
in an automated way is highly necessary. Therefore, we aim to apply text mining and
supervised machine learning techniques in order to implement a web-based application
to automatically classify textual clinical records according to the SNOMED CT
terminology, which is used in CPARA specifications. Forty-eight textual clinical
records were obtained from outpatient consultations in allergy/immunology in a
private hospital located in Porto. These records were classified into SNOMED CT
codes in two different phases: 1) manually performed by a specialist in
immunoallergology; 2) automatically performed by a web-based application which was
developed after applying text mining and supervised machine learning techniques,
based on the clinical records previously classified by specialists in phase 1. The no
structured textual clinical records were submitted to a pre-processing phase, in which
we applied text-mining algorithms in order to identify and filter the most relevant
words and sentences, namely Tokenization and Stopwords removal. In this pre-
processing phase, a filter to identify specific keywords associated with some
SNOMED CT codes was also applied. Several classification models were built using
supervised machine learning algorithms, such as Naive Bayes, Multinomial Naive
Bayes, Support Vector Machines (SVM), J48, NNge and k-Nearest Neighbors (k-NN).
Sensitivity and specificity measures, as well as the Area Under the ROC curve were
analysed to assess and validate the classifiers. The obtained classifiers performed well
as they presented medium to high specificity and good sensitivity for most of the
SNOMED CT codes analysed in this study. Random Forest and SVM had the best
results regarding specificity as they were the best performers for 11 SNOMED CT
codes, whereas K-NN had the best results regarding sensitivity, being the best
performer for 15 SNOMED CT codes. Decision tree-based algorithm J48 had the
worst results for sensitivity and specificity. With this study, we showed that text mining
and supervised machine learning techniques can potentially be useful for the proper
identification of allergies and adverse reactions, as well as extract all the necessary
information for the automatic classification of textual clinical records into specific
SNOMED CT codes, as recommended by Portugal's CPARA. In order to provide a
web platform to address this matter, the classifiers must be first improved with a larger
number of new textual clinical records and count with the help of specialists in
immunology/allergy to increase the number and quality of relevant keywords that can
potentially be associated with specific SNOMED CT codes.

Key-Words : clinical record, allergy, immunology, supervised classification, text
mining, machine learning, decision support.






Preambulo

Durante o meu percurso escolar no Mestrado em Informatica Médica da Faculdade de
Medicina e Faculdade de Ciéncias da Universidade do Porto, deparei-me com diversas
terminologias utilizadas na Informatica Médica, tal como a ICD-9 e a ICD-10.
Terminologias estas que permitem criar padroes e aperfeicoar termos e siglas geralmente
utilizadas pelo Ministério da Saide, promovendo uma maior facilidade de recuperacao,
acesso, divulgacao e partilha das informagdes de saude. Posto isto, verifiquei assim que,
por mais eficientes que fossem as terminologias e por mais vasto que fosse o vocabulario
e experiéncia, quando necessaria a aplicagdo ou a transi¢ao para novas terminologias,
poucas eram as ferramentas/aplicacdes existentes que apoiavam essa etapa. Pelo que
entdo lhes resolvi dedicar uma especial atengao.

Regularmente surgia o tema SNOMED CT nas unidades curriculares do Mestrado em
Informatica Médica, onde esta era supracitada com grande relevancia e importancia, como
uma nova linguagem, uma nova terminologia, ainda pouco conhecida e abrangida em
Portugal. Esta novidade, despertou um interesse em conhecer melhor quais as vantagens
que esta terminologia realmente trazia e quais os desafios presentes na utilizagdo desta
terminologia pelos profissionais de saude. Posto desperto o interesse em conhecer melhor
esta terminologia, surgiram algumas reunides com o Prof. Doutor Alberto Freitas e o
Prof. Doutor Joao Fonseca da possibilidade em vir a contribuir neste ambito. Foi entio
que tive conhecimento que a SPMS teria criado um Catalogo Portugués de Alergias e
outras Reagoes Adversas (CPARA), onde a qual ja estaria na 3" versio e onde
inclusivamente ja estaria a ser utlizada a classificagado em SNOMED CT na mesma. Tomei
conhecimento que o método standard de classificacao no CPARA era ainda feito de forma
manual, geralmente pelos especialistas de imunoalergologia, e, era de grande interesse para
os profissionais de satide a existéncia de um método de classificagao automatizada que
sugerisse os codigos SNOMED CT para o CPARA. Assumindo conscientemente a
importancia deste projeto, aceitei o desafio, apesar de conhecer as dificuldades que
poderiam surgir quer a nivel informatico, quer a nivel temporal que estaria implicado nas
burocracias para o acesso a informacdes de foro clinico, quer no nimero de registos que
iria conseguir obter devidamente classificados manualmente.

Conclusivamente, espero assim contribuir para uma evolu¢ao dos servigos de saude que
utilizam o CPARA na classificacao de registos de alergias e reacOes adversas, otimizando
o servico prestado na classificagao com a terminologia SNOMED CT, contribuindo assim
para o desenvolvimento informatizado na satude.
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"Things should be made as simple as
possible, but no simpler."

Albert Einstein






Capitulo 1 — Introdug¢ao 1

1. Introducgao

1.1 Enquadramento

A identificagdao de reagoes alérgicas é de extrema relevancia para os cuidados na satude
visto que podem causar sintomas respiratorios e gastrointestinais graves, complicagdes
cardiovasculares, infarto do miocardio ou paragem cardfaca (Ewan, 1998); (Hegvik, Johan-
Arnt; Rygnestad, 2002). Por exemplo, as reaces adversas a medicamentos, ocorrem entre
10 a 15% das hospitaliza¢oes globalmente (WAO, 2016), sendo que ja foram identificados
riscos significativos, custos e o aumento do tempo de internamento associados a reagoes
adversas desconhecidas (Pirmohamed et al., 2004). Adicionalmente a anafilaxia, cujas causas
mais comuns decorrem de reagdes a certos medicamentos, alimentos e picadas de insetos, ¢
responsavel por complica¢oes e 6bitos por exemplo associadas a procedimentos cirargicos
(Dippenaar & Naidoo, 2015); (Lindsted et al., 2014);(Y. Xu et al., 2014).

Informagoes importantes sobre alergias podem ser identificadas nos registos clinicos,
entretanto tais informagdes continuam a ser pouco utilizadas pelos médicos (Iskio et al.,
2000); (Slight et al., 2013). A procura manual de informagoes clinicas em textos de registos
clinicos requere muita aten¢ao dos médicos, médicos estes que nao dispdem de tempo para
esse efeito, o que pode impor dificuldades no fluxo de trabalho e na comunicagao médico-
paciente. Desta forma é necessario desenvolver métodos mais robustos para a identificagao

e apresentac¢do de informagdes clinicas relevantes a partir dos registos clinicos.

1.2 Motivagao

O que me motivou a trabalhar neste projeto foi a auséncia de ferramentas de apoio a
decisdo automatizadas que sugiram classifica¢oes utilizando a terminologia SNOMED CT
para o Catalogo Portugués de Alergias e outras Reagoes Adversas.

Ao longo do meu percurso no Mestrado em Informatica Médica, tive conhecimento da
existéncia do Catalogo Portugués de Alergias e outras Reagdes Adversas, que procura
caracterizar os casos clinicos em sete dominios (na V3.0): Origem da Informacao, Data da
Reagio, Classificacao da Reagao Adversa, Alergénios e outras Substancias, Reagado Adversa,
Gravidade e Estado, do qual também adquiri conhecimento que atualmente o método de
classificacdo neste registo utiliza uma terminologia muito abrangente, a SNOMED CT.
Verifiquei que a classificagdo neste catalogo ¢ feita manualmente pelos profissionais da area
de imunoalergologia, identificando desde logo a necessidade de apoiar esta classificaciao para



2 Capitulo 1 — Introdugao

estes utilizadores, criando um sistema automatizado de sugestao de classificacdes SNOMED
CT para o CPARA, no dominio de alergologia. Com isto, pretende-se estimular a
classificacdo, com uma metodologia de maior simplicidade, recorrendo a este modelo de
classificacao que venho apresentar.

1.3 Objetivos

O objetivo principal deste projeto é a criacio de um método de sugestao de classificacao
automatizado de registos clinicos nao estruturados, que sugira codigos SNOMED CT para
cada dominio do CPARA, recorrendo a aplicagao de técnicas de fext mining e machine learning.
Com este projeto, pretende-se criar uma ferramenta de apoio a decisdao, mais concretamente
um protétipo de uma plataforma web, que sugira os coédigos necessarios para a classificagao
de registos clinicos de alergologia, tarefa esta que é geralmente desempenhada (manualmente)
pelos especialistas em imunoalergologia. A ferramenta informatizada que se propde, permite
apoiar a classificagao dos registos clinicos de alergologia, conforme as regras de classificagao
do Catalogo Portugués de Alergias e Reagdes Adversas na versao 3.0.

Tendo em conta a falta de um método que auxilie a classificacgio do CPARA na
terminologia SNOMED CT, o objetivo maioritario passa por colmatar essa falta e inovar,
cobrindo as necessidades verificadas pelos profissionais de saude ou utilizadores deste tipo
de classificacio.

1.4 Organizagao da Tese

Este projeto encontra-se organizado de forma a facilitar a sua leitura e encontra-se
dividido nas seguintes partes:

No primeiro capitulo encontraremos a introdugdo. Este capitulo permite obter um
enquadramento do projeto e permite dar a compreender quais os objetivos e motivagdes que
estimularam o desenvolvimento deste trabalho.

No segundo capitulo encontraremos o estado da arte, fase de extrema relevancia que
permite esclarecer termos esséncias do tema da dissertacdo, tais como fext mining e machine
learning, os classificadores utilizados e trabalhos com diferentes abordagens desenvolvidos

neste ambito.

No capitulo 3 encontra-se a metodologia, onde sao dadas a conhecer as 3 diferentes fases
envolventes deste projeto: 1) Recolha da Informagao e Pré Processamento; 2) Construcao

do Modelo de Classificagao; 3) Construc¢ao do Protétipo. Aqui é possivel compreender quais
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as pecas fulcrais para a constru¢ao do modelo final, o protétipo e quais as tecnologias

utilizada para que este resultasse.

No capitulo 4 encontra-se os resultados obtidos com o apoio do software WEKA, que
nos permitiu efetivamente construir e obter o feedback da classificacdo, a viabilidade e a analise

dos resultados obtidos.

No capitulo 5 encontram-se as limita¢oes deste trabalho. Quais os obsticulos com que
nos deparamos e dificuldades enfrentadas na implementagao deste tipo de técnicas de wachine

learning.

No capitulo 6 e 7, temos a conclusio deste trabalho e os trabalhos futuros, onde ¢ feita
uma analise conclusiva do trabalho desenvolvido no ambito desta dissertaciao e sio dados a
conhecer quais os projetos que ambicionavamos para o futuro, que permitissem otimizar
estes modelos de classificagao de registos clinicos de alergologia.
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2.Estado da Arte

2.1 Registo de Saude

Quando um paciente recorre a um servigo de saude, ¢ essencial a elabora¢do de um registo
que armazene toda a informagao do processo clinico, denominado este como: registo clinico.
Este registo é efetuado por profissionais de saude (médicos, enfermeiros, entre outros) ou
até mesmo pelo utente ou acompanhante do utente, e, contém informagdes relevantes quer
de carater médico quer de carater administrativo (Estado, 2009).

Ao longo dos anos, a informatiza¢ao dos registos clinicos tem sido uma realidade
presente. Inicialmente estes registos eram realizados de forma manuscrita, surgindo com este
método alguns problemas, tal como a necessidade de integracao de toda a informagao de um
processo clinico resultante de diversas fontes. Outros pontos que afetavam os registos em
papel eram: a ilegibilidade do autor do registo, a falta de estruturacao, a duplicidade de
informagao e até mesmo a sua perda, comprometendo a informagdo no registo e
comunicag¢ao. De forma a colmatar estes pontos negativos do registo em papel, surgiu o
RSE, registo de saude eletronico (Medicina, 2003). Este novo método digital de registo
permitiu assim resolver problemas de estruturagao que lhe estavam, associados, permitiu um
facil acesso e consulta, permitiu a consulta e interoperabilidade entre diferentes sistemas,
possibilitou inclusivamente a prestacio de auxilio na decisao clinica, na avaliagdo dos
cuidados prestados e permitiu diminuir o espago ocupado no depdsito dos registos clinicos.
No entanto, surgiram também alguns problemas, tais como a seguran¢a dos dados no sistema

informatico.

Em suma, este tipo de registo veio inovar, pois contribuiu para a evolugdo clinica,
permitindo a consulta dos dados com diversos formatos, promoveu a partilha de informagao
entre diversos utilizadores e possibilitou a restricio do acesso aos dados.
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Figura 1: Descri¢do de alguns beneficios do RSE (Registo de Saude Eletronico)
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Figura 2: Alguns Problemas do RSE (Registo de Saude Eletrénico)

2.2 CPARA (Catalogo Portugués de Alergias e outras
Reacdes Adversas)

Estima-se que em 2012, mais de 2 milhoes de Portugueses, detinham alguma forma de
doenga alergénica, tais como, a titulo exemplificativo, a rinite ou asma (Comissio para a
Informatizacao Clinica et al., 2012). Define-se o conceito de alergia como uma resposta
exagerada do sistema imunolégico, quando exposto a uma ou mais substancias estranhas ao
organismo. Quando o organismo é exposto a estas substancias, surge uma reagao de
hipersensibilidade no organismo, manifestando-se de diversas formas: urticaria, eczema,
asma, rinite, etc. F definida como reacio adversa, quando ocorre qualquer reacio inesperada
apos um contato a um estimulo definido.

De encontro com a auséncia verificada de uma norma nacional que permitisse definir um
registo estruturado eficaz e correto, promovendo a partilha da informagao clinica e da sua
normalizacdo, foi criado o CPARA, que atualmente se encontra com a versio
3.1.1.(Comissao para a Informatizagao Clinica et al., 2016). O CPARA - Catalogo Portugués
de Alergias e Outras Reagdes Adversas, foi criado em 2012, com a versao inicial V1.0, com
o intuito de registar e partilhar informagdes de reagoes alérgicas em todo o sistema de saude
portugués, permitindo inclusivamente a obten¢do de uma perspetiva de saude publica e a
diminui¢ao do numero de incidentes clinicos associados a um registo incompleto de alergias
e/ou reacoes adversas.
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O CPARA permite aumentar o conhecimento associado as alergias e reagdes adversas
contribuindo em diferentes vertentes, sendo que uma delas é a capacidade de promover quais
os melhores alimentos ou medicamentos que determinado paciente deve tomar, de forma a
evitar episodios de alergia associados a exposi¢ao a um alergénio. Para além das vantagens
anteriormente referidas, o CPARA trds vantagens visiveis como a facilidade de acesso e
consulta do histérico do paciente, a otimizagao do tempo de agdo e rapidez, a prevencio de
episodios agravados perante determinado alergénico e uma maior eficacia de partilha e
interoperabilidade de sistemas.

2.21 Versoes do CPARA

Atualmente encontra-se na versao 3.1.1. A primeira e segunda versio surgiram ambas em
2012. A terceira versio do CPARA (V3.0) foi implementada em 2015 e permitiu a codificagdo
de casos clinicos de imunoalergologia em SNOMED CT, ajustando o modelo de informagao
com maior especificidade, bem com a atualizagio do conteudo (Comissio para a
Informatizacao Clinica et al., 2012). A versdao 3 permitiu ultrapassar problemas de partilha a
nivel nacional da informagao e contribuiu para a promociao e qualidade dos cuidados de
saude prestados a cidaddos portadores de alergias e/ou reacdes adversas. Em 2016, criaram
uma atualizacao da versao 3.0, a 3.1 que visa abordar com maior detalhe o ponto 6 da
estrutura do registo (gravidade) (Comissao para a Informatizagao Clinica et al., 2010).

2.2.2 Estrutura do CPARA

O CPARA ¢ de implementagao obrigatoria, encontrando-se disponivel nos sistemas de
informagcao das institui¢des de saide. Desde esta nova atualizacao da versao 3.0 paraa 3.1.,
o CPARA encontra-se estruturado em oito dominios: 1- Origem da informagao 2- Data da
reacao; 3- Classificacdo; 4- Reacdo adversa; 5- Gravidade; 6- Alergénio; 7- Estado; 8-
Confirmagao (Comissao para a Informatizagao Clinica et al., 2016). Cada dominio permite
uma identificagdo pormenorizada, dos dados mais relevantes de um registo clinico de satde,

tal como podemos observar seguidamente:

Origem da Informagéao: Este dominio identifica qual a pessoa ou entidade responsavel
pela informacao prestada quanto a reacao adversa ou intolerancia, se foi pelo médico ou pelo
alergologista ou até mesmo pelo proprio utente. Foi criado com o objetivo de validar a fonte
da informagao, permitindo assim identificar a pessoa, bem como inferir se ha qualidade e
validade na informacao prestada no registo de alergologia. Pode ser registada pelo
utente/paciente, médico, imunoalergologista, outro profissional de satide, cuidador,
acompanhante, tutor ou familiar.
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Data da Reagdo: O dominio “data da rea¢ao”, permite que seja feito o registo da data
mais recente em que o paciente apresentou um episodio de reagio alérgica. De forma a ser

completa, ¢ importante que contenha os trés campos: dia, més e ano.

Classificagado da Reagdo Adversa: permite dar a conhecer qual o tipo de agente
responsavel pela reagdao alérgica. Com esta classificacdo, pode identificar-se se a reagdo se
encontra relacionada com farmacos, alimentos ou outra substancia ou agentes. Na versio 3
do CPARA, apenas ¢é possivel classificar algumas das vacinas do Plano Nacional de
Vacinagao (PVN) que se encontram na tabela ATC, sendo que as restantes ndo podem ser
classificadas com esta versao.

Reagio Adversa: Este campo codifica o conjunto de valores que identifica o tipo de

reagao ao alergénio, por exemplo: anafilaxia, eczema, asma, etc.
Gravidade: este dominio codifica o grau de gravidade da reagao alérgica.

Alergénio: este dominio esta relacionado com a categoria da reacdo alérgica. Apresenta
trés categorias: alergénios alimentares, outros alergénios, medicamentos.

Estado: permite compreender qual o estado da atividade da reacdo adversa. Existem dois
estados: ativo e inativo. O estado “ativo” indica se ha suspeita ou confirmacio de alergia ou
reagao adversa que leva a uma evic¢ao de um alergénio; o estado “inativo” carateriza quando

a suspeita nao foi confirmada ou se ocorreu alguma tolerancia.

Confirmagio: o estado “confirmado”, confirma que o diagndstico foi validado pelo
imunoalergologista através de testes clinicos ou laboratoriais e o estado “nao confirmado”
indica que o diagnéstico ainda nao foi validado pelo imunoalergologista.

Note-se que este trabalho foi desenvolvido com a versao 3.0 do CPARA.

2.3 SNOMED CT

SNOMED CT - Systematized Nomenclature of Medicine-Clinical Terms, é uma terminologia
clinica multilinguistica, utilizada para a classificacao na saude em mais de 50 paises. Tem uma
origem internacional e é considerada a terminologia em saude mais ampla do mundo,
abrangendo o seu conteddo mais de 300 mil termos, desde diagnésticos a procedimentos
administrativos (ITHSO, 2014). B sustentada e atualizada pela ITHTSO- International Health
Terminology Standards Development Organisation, organizagao esta sem fins lucrativos.

O objetivo da SNOMED CT, passa por ser a mais extensa e abrangente terminologia
clinica multilingue do mundo, representando de forma precisa informag¢does na area de satde.
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Esta terminologia facilita a estruturagao e interoperabilidade entre sistemas de informagao,
como também permite o registo de dados e consulta com maior precisiao. Permite a
codificagdo, bem como o armazenamento, a troca e a agregacao de dados clinicos e tem
como principal foco contribuir para o melhoramento do atendimento do paciente, facilitar o
acesso e recupera¢ao da informacao registada e respetiva comunicac¢ao na saide (Ciolko, Lu,
& Joshi, 2010).

Esta terminologia acarreta inumeras vantagens tais como o aumento das oportunidades
de apoio a decisao em tempo real, relatérios retrospetivos mais precisos para a pesquisa €
gestao e redugido de custos associados a duplicagio de informagao (Skeppstedt, Kvist, &
Dalianis, 2007). A SNOMED CT permite inclusivamente especificar episddios alérgicos,
contribuindo desta forma para um maior conhecimento dos dados dos utentes, trazendo
uma maior perce¢ao do estado de saude.

A ITHSO demonstrou num documento recente de 2014, quem, e como, se pode
beneficiar do uso eficiente da terminologia SNOMED CT, citando as trés partes interessadas
e beneficiadas com este uso: beneficio populacional, beneficio dos pacientes e clinicos, e,
beneficio no suporte a saide baseada em evidéncias (ITHSO - International Health
Terminology Standards Development Organisation, 2014).

Beneficios associados aos Pacientes e Clinicos:

= Acesso a informacio clinica

" Acesso a sistemas de apoio a decisao permitindo verificar o registo e capacidade de
prestar aconselhamento em tempo real, a titulo exemplificativo: os alertas clinicos

" Apoio na partilha de informag¢des adequadas com outros profissionais de sadde,
promovendo a interoperabilidade e o aumento da capacidade de compreensio e
interpretagao

*  Permitindo pesquisas com precisio e abrangéncia, e mudangas de tratamento da
paciente baseada na revisao do historico

*  Eliminando as barreiras linguisticas, dado esta terminologia ser multilingue

Beneficio Populacional:

"  Facilita a identificacao de problemas de saude, acompanha a saide da populacio e as
respostas na mudanga de praticas clinicas

*  Reduz as duplica¢des e erros

* Permite o fornecimento de dados relevantes para apoiar a investigagao clinica e
contribuir para futuras melhorias no tratamento

»  Reforc¢a as auditorias da prestacio de cuidados com opgOes para analise detalhada
dos registros clinicos para investigar
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Beneficio no suporte a satide baseada em evidéncias:

*  Permite ligagdes entre registos clinicos e diretrizes clinicas e protocolos avangados
"  Permite melhorar a qualidade dos cuidados experienciados pelos individuos

*  Permite a redugao dos custos de testes e tratamento inadequado e duplicagao

* Limita a frequéncia e o impacto de eventos adversos de saude

*  Eleva o custo-beneficio e a qualidade dos cuidados prestados as populagdes

Para além destes beneficios, a SNOMED CT permite dar uma maior abrangéncia de
especialidades clinicas. Quando siao utilizadas diferentes terminologias ou classificagoes,
existe uma certa barreira linguistica, que cria uma fronteira entre diferentes terminologias,
barreira esta que a SNOMED CT consegue eliminar, promovendo a partilha de informagao
de uma forma mais simplificada e reutiliza¢ao da informacio clinica de forma estruturada
(Ihtsdo, 2014). A classificagao médica em diferentes pafses tem suscitado alguns obstaculos
quando cruzados, em diferentes paises. Com esta terminologia, os registos clinicos podem
ser processados de diversas formas, no ambito do paciente, como exemplificativamente:
auditoria clinica, pesquisa, epidemiologia e gestao.

O processo da organizagio da informacao com a SNOMED CT decorre com uma
identificacdo de conceitos pré-definidos como parte da terminologia. Apresentado uma
forma hierarquica de gravagao, com esta terminologia é possivel gravar de forma mais precisa
dependendo do conteudo e do detalhe, por exemplo: pneumonia (classificagdo mais basica);
pneumonia bacteriana (maior grau de complexidade e detalhe); ou até mesmo pneumonia
pneumococica (descrevendo assim um elevado grau de detalhe). Isto ¢, dentro de varios tipos
de pneumonias a SNOMED CT permite ir mais além, especificando um subtipo, por
exemplo “pneumocédcica” que possibilita assim especificar qual o agente causador e
contribuir para a sua analise (Ihtsdo, 2014).

2.4  Text Mining

Com a grande evolucio tecnoldgica a nivel mundial, deparamo-nos com a recolha de
informagoes em massa. Informagdoes estas que muitas vezes nao apresentam qualquer tipo
de estruturagdo. Posto isto, tornou-se essencial a organizagao, mas acima de tudo a
classificacdo destes blocos informativos. Para colmatar esta deficiéncia, era primordial a
existéncia da sumarizacao automatica de dados, extraindo a esséncia dos dados armazenados
e a descoberta de padrées de grandes dimensoes de conjuntos de dados (Zaiane, 1999).
Quando somos confrontados com a simplicidade na procura da informagao pretendida,
surgiram ferramentas de auxilio neste sentido, que permitiram aumenta-la de forma
significativa, agilizando o processo com inteligéncia, tal como o zext mining (Report &
Vincent, 2005). Inspirado no Data Mining, o text mining é definido como a ciéncia responsavel
pelo tratamento do processamento de informagao/texto.
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Une diferentes areas tais como a estatistica, linguistica, informatica e ciéncia cognitiva.
Por outras palavras, o fext mining consiste, através da identificacao de diferentes tendéncias
ou padroes, na extragdo de dados regulares de textos estruturados ou semi-estruturados
(Aranha & Passos, 2000).

As competéncias que nos tras o fext mining sio diversas, dentro das quals a extragao de
dados, a recuperagao de informacdes, a classificagao, e inclusivamente a extracao de padroes,
de resumos e de textos (Bezerra, 2010). Como objetivo principal, o fext mining tem o
processamento de informagdes textuals que nao apresentam qualquer tipo de estruturagao,
extraindo indices numéricos significativos a partir do texto para que fiquem disponiveis para
texct mining. Através deste método, as informagdes contidas num texto podem ser extraidas
para que possam ser obtidas através dos resumos, palavras ou inclusivamente para o calculo
de resumos. Assim, € possivel a andlise de palavras, de conjuntos de palavras e/ou até mesmo
a analise de documentos e consecutivamente a determinacao de semelhancas entre eles ou

quais as relagoes entre eles, quais as variaveis (Report & Vincent, 2005).

Para este trabalho, recorreu-se ao fext mining com o intuito de através das suas técnicas
nos fosse possivel processar e trabalhar registos clinicos de alergologia, de forma a ser-nos
possivel trabalhar estes textos sem estruturacdo, filtrando a informagdo essencial que nos
possibilitasse através das técnicas de machine learning a sugestio de classificagdes SNOMED
CT para o CPARA.

2.5 Diferentes Abordagens utilizadas na area de ZText
Mining e Machine Learning na Saude

A utilizacao de fext mining e machine learning para a analise de registos clinicos integra uma
area complexa que exige tempo e esfor¢o consideraveis. Desenvolver métodos para o
processamento de registos clinicos pode ser desafiante dado que geralmente estes registos
encontram-se num formato de texto livre, nao estruturado. Desta forma, o processamento
destes registos torna-se dificil pois os episddios clinicos, sintomas e procedimentos sao
descritos com linguagens e formas distintas, o que requer conhecimento e ferramentas
adicionais para a interpretagdao de termos especificos de modo a extrair informagao semantica
dos registos clinicos. Apesar dos desafios encontrados, esta ¢ uma area de investigagao com
um grande potencial, tendo em conta a crescente digitalizacdo de dados provenientes de
registos clinicos. (Luis et al., 2015).

O processamento de dados de registos clinicos pode ser util em diversas aplicagoes
médicas. Existem inimeros tipos de dados médicos em registos que incluem dados desde:
informag¢oes demograficas de pacientes, histéria clinica e testes laboratoriais. Estes dados
sao uteis para a gestao de servigos e recursos, tal como o apoio ao diagnostico e o tratamento
de pacientes. Para além disso é importante ter em consideracio que os médicos utilizam
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terminologias clinicas normalizadas para descrever diagnoésticos, sintomas, procedimentos
ou tratamentos. As terminologias ICD e SNOMED CT sao dois exemplos de terminologias
clinicas normalizadas para descrever diagnosticos, sintomas e procedimentos em registo
clinicos. Esta codificagao ¢ crucial para a partilha de informagao clinica e como este processo
nao ¢é direto, representa outro desafio importante para o processamento de registos clinicos
(Schulz et al., 2012).

Na subsecc¢do seguinte serdo abordados os estudos relacionados com este trabalho de
investigacdo, nomeadamente artigos publicados sobre a utilizagio de técnicas de machine
learning e text mining na classificagao de textos livres de registos clinicos. Esta revisao também
inclui trabalhos que aplicaram técnicas de zext mining € machine learning para a identificagao de
casos associados a imunoalergologia em registos clinicos.

2.5.1 Estudos de Machine Learning e Text Mining na Saude

Nos ultimos anos, tem se verificado a utilizacao de técnicas de machine learning e text mining
para a identifica¢ao de doengas, sintomas ou condi¢des clinicas a partir de textos livres, nao
estruturados de registos clinicos. Inumeros algoritmos de wachine learning tém sido testados
com esta finalidade, encontrando-se o S1”M, o Naive Bayes, as Arvores de Decisio, o Random
Forest ¢ o K-NN nos algoritmos mais frequentes para a classificagdo de textos livres
provenientes de registos clinicos. Visto que este trabalho propde a atribuicio de cédigos
clinicos (cédigos SNOMED CT) a registos de saude, limitamos a pesquisa a trabalhos que
procuraram desenvolver sistemas de suporte a decisao baseados na classificagao de textos
livres de registos clinicos em codigos de terminologias clinicas, tal como a ICD e a SNOMED

CT.

A aplicacao de técnicas de machine learning no estudo de (Rijo, Silva, & Gongalves, 2014)
apresenta algumas semelhan¢as com o nosso trabalho. Os autores classificam textos livres
de registos clinicos para o apoio no diagnéstico de epilepsia em criangas através da atribuicao
de cédigos ICD-9. Para esta finalidade, os autores utilizaram o algoritmo £-NN para mapear
cada registo, ao cédigo ICD-9 correspondente. Embora tenha sido utilizada uma pequena
amostra para a construc¢ao dos classificadores, os resultados obtidos a partir da aplicagao do
sistema em registos médicos reais demonstraram ter um bom desempenho quanto aos
métodos utilizados. Outro estudo semelhante ao nosso trabalho foi recentemente conduzido
por (Horng etal., 2017), em que classificadores baseados no algoritmo ST7M foram aplicados
para a identifica¢ao de pacientes com suspeita de infe¢ao através de textos livres de registos
clinicos, pelo que o tipo de infecio foi devidamente classificado com a terminologia de ICD-
9-CM. Este trabalho demonstrou que a abordagem de classificacio de textos livres
apresentou melhor capacidade discriminatéria em identificar infe¢des quando comparado
com trabalhos anteriores que apenas utilizaram dados estruturados. (Ruch, Gobeill, Thahriti,
& Geissbuhler, 2008), propos um sistema de apoio a codificagdo clinica através da
classificacdo automatica de textos de registos clinicos. O sistema de classificacao considerado
neste trabalho foi a ICD e apenas considerou casos de hospitalizagdes. Neste trabalho foi
aplicado a combinagio de trés classificadores baseados no algoritmo 4-NIN com um sistema
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de classificagao denominado como data-poor classifier que propéem um conjunto de codigos a
um dado caso clinico com base em semelhancas lexicais.

O processamento de textos livres através de técnicas de machine learning também foi
verificada em relatérios clinicos de diferentes especialidades médicas. (Jouhet et al., 2012) e
(Nguyen et al., 2010), utilizaram relatérios patoldgicos para identificar os diferentes estagios
do cancro. Enquanto o primeiro recorreu a classificadores baseados nos algoritmos ST'M e
Naive Bayes para classificar automaticamente a topografia e morfologia dos casos de cancro
através da terminologia ICD-O3, o segundo optou por utilizar apenas o algoritmo ST7M para
aprender as relagOes entre conceitos da terminologia SNOMED CT e cada estagio do cancro.
(Connolly et al., 2014), também utilizou classificadores baseados no algoritmo ST'M para
identificar o tipo de epilepsia a partir do processamento de textos livres de relatérios de
progresso em pacientes diagnosticados epilepsia.

Existem também varios estudos que utilizaram técnicas de machine learning para
classificacdo de textos livres de registos de autopsias. (Mujtaba et al., 2017), propés um
sistema para classificagdo automatica de causas de morte provocadas por acidente através de
atribuicao de codigos ICD-70 a registos de 6bitos. Neste trabalho, o autor combinou varias
técnicas de selecao de atributos para considerar apenas os termos mais relevantes para detetar
a causa de morte com cinco algoritmos de machine learning distintos, nomeadamente Nave
Bayes, S1”M, &-NN, Arvore de Decisio (J48) e o Random Forest. Os resultados deste
trabalharam indicaram que o sistema proposto ¢é pratico e exequivel para a classificagao
automatica para causas de morte associadas a acidentes principalmente quando sao utilizados
os algoritmos [48 e Random Forest em conjunto com técnicas de sele¢io de atributos.
(Koopman, Zuccon, Nguyen, & Bergheim, 2015) utilizou textos livres de registos de 6bitos
para a identificacdo automatica e classificacio de cancros e outras quatro doencas de
interesse, nomeadamente a diabetes, znfluenza, pneumonia e infecao por HI1”. Em ambos os
estudos, o autor considerou apenas as carateristicas de maior relevancia para a classificagao,
como termos simples e compostos e conceitos SNOMED CT, juntamente com
classificadores ST7M. Os resultados demonstraram que os métodos de classificagiao baseados
em técnicas de machine learning podem ser utilizados para a identificagdo automatica para as
doengas investigadas. (Butt et al., 2013), utilizou varios algoritmos de wachine learning como o
ST’M, Naive Bayes, Arvore de Decisio e Boosting para a classificacdo automatica para casos de
cancro como causa de morte a partir de textos de registos de 6bitos. O autor verificou que
os métodos baseados em machine learning puderam efetivamente identificar os casos de cancro,
sendo que o S17M apresentou o melhor desempenho.

A aplicagao de text mining para identificacdo de reagdes alérgicas a partir de textos livres
de registos clinicos tem sido utilizada principalmente para reconhecimento de reagoes a
medicamentos (Casillas, Gojenola, Perez, & Oronoz, 2016; Oronoz, Gojenola, Pérez,
Ilarraza, & Casillas, 2015; Sarker & Gonzalez, 2015; Sohn, Kocher, Chute, & Savova, 2011;
R. Xu & Wang, 2015a, 2015b), apesar de alguns trabalhos terem utilizado fext mining para
classificar automaticamente doengas cronicas como asma em doentes pediatricos ou até para
a construcao de sistemas que permitam identificar sintoma doencgas ou alergias em diversas
outras areas para além da rea¢ao a medicamentos (Baranov et al., 2016)(Oronoz et al., 2015).
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Segundo a revisio sistematica conduzida por (Ford, Carroll, Smith, Scott, & Cassell,
2016), que inclufa estudos sobre extracado de informac¢ido e detecao de condicOes clinicas
especificas a partir de textos livres em registos de saude eletronicos. A maioria dos estudos
selecionados na revisao sistematica foram conduzidos nos Estados Unidos, sendo que
registos eletrénicos completos ou partes destes registos, como resumos de alta hospitalar e
relatorios sobre patologias, foram utilizados como fonte de informagao. Técnicas de wachine
learning, pesquisa por palavras-chave e algoritmos baseados em regras foram as técnicas
utilizadas para extragao de informacao, onde a exatidao (ou precisao conforme a perspetiva)
destes métodos foi no geral boa, no entanto com algum grau de variabilidade, com alguns
algoritmos a apresentar valores de sensibilidade e especificidade acima de 90%. Nao houve
nenhum algoritmo especifico cujo desempenho fosse, em geral, superior aos restantes.

Relativamente a avaliagio dos algoritmos utilizados, foram identificadas duas formas
distintas de apresentar resultados relativamente a avaliagdo dos algoritmos utilizados,
nomeadamente o calculo de medidas como a precisao, recall e F-Measure na area de
informatica, e, sensibilidade e especificidade na area da Medicina (Ford et al., 2010).

Em cerca de 43% dos estudos analisados por Ford et al.,, 2016, a informacao de textos
livtes dos registos foi combinada com cddigos de terminologias clinicas, resultados
laboratoriais ou medicamentos a partir da utilizagdo de algoritmos baseados em regras,
modelos de regressio logistica e técnicas de machine learning para a detegao de condigbes
clinicas. Estes métodos apresentaram um bom desempenho, refletindo-se nos valores
médios da sensibilidade e especificidade e AUROC (respetivamente 80%, 95% e 24%).

As técnicas de machine learning mais utilizadas foram Support Vector Machine, Arvores de
Decisao, Naive Bayes, Random Forest e algoritmos baseados em Regras.

Em sintese, a revisao sistematica concluiu que textos livres de registos eletrénicos podem
ser utilizados para a detegao de inimeros e diversos tipos de condig¢bes clinicas, variando
desde doencas infeciosas e eventos agudos, a condi¢oes psicologicas, com graus variados de
sucesso. Conclui-se inclusivamente que serd uma grande valia para os investigadores na area,
que haja um consenso na apresentagao de resultados relativos ao desempenho dos
algoritmos, tais como apresentar sempre medidas de sensibilidade e precisio e tornar
métodos de extracao de informagao mais compativeis e comparaveis entre estudos.

2.6 Algoritmos de Machine Learning

Os algoritmos de machine learning podem ser utilizados para encontrar um modelo ou
funcdo que descreva diferentes classes de dados, o que nos permite classificar
automaticamente novas instancias de bases de dados com uma determinada classe aplicando
assim o modelo ou a fungao que resultou da aprendizagem (Han e Kamber, 2011). Ao longo
desta sec¢ao encontramos a explicagido dos diferentes classificadores utilizados no decorrer
deste projeto. Os algoritmos selecionados referem-se aos algoritmos mais comuns na
literatura, conforme descrito na seccao anterior, nomeadamente nos trabalhos relacionados
com esta dissertacao e que tenham aplicado técnicas de machine learning para processar textos
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livres de registos de saude com a finalidade de classificar os documentos em terminologias

que descrevam doengas ou eventos clinicos.

2.6.1 Classificador Naive Bayes

O Naive Bayes é considerado um dos algoritmos mais simples e pode ser facilmente
aplicavel a grandes conjuntos de dados. Neste algoritmo, o modelo de classificagao baseia-se
num conjunto de probabilidades, probabilidades estas que sdo estimadas pela contagem da
frequéncia de cada valor de carateristica (atributo) para as instancias (exemplos) dos dados
de treino (Anténio Cardoso Martins, Jodao Miguel Marques, 2009). O classificador estima
qual a probabilidade de determinada instancia pertencer a uma classe especifica em fungao
do produto das probabilidades condicionadas individuais para o valor de cada caracteristica
daquela instancia. Na figura 3, podemos observar a classe e os atributos, em que a classe é
descrita como a informagao que se deseja aprender e as varidveis sao os atributos. Estes
atributos, tal como referido anteriormente, sao variaveis auxiliares em que os valores podem
ser determinados e podem auxiliar na previsao da classe (Costa, Carlos, & Filho, 2014).

C - Classificador

al (atributo) a2 an...

Figura 3: Classificador Naive Bayes

O teorema de Bayes ¢é aplicado para o célculo das probabilidades tendo em conta que
todos os atributos sao independentes (por isso a denominagiao ‘“naive”), isto é, as
caracteristicas nao interferem no valor umas das outras, o que nao ¢ valido para a maioria
dos problemas reais. Apesar de sempre considerar a independéncia entre os atributos, este
algoritmo apresenta normalmente um bom desempenho para a maioria das aplicagdes (Wu
et al., 2008).
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2.6.2 Support Vector Machines (SVM)

Este algoritmo adquire como entrada um determinado conjunto de instancias, cujo os
atributos e classificagdes sio conhecidas a priori, e prediz para cada uma dessas instancias,
qual de duas classes possiveis essa instancia faz parte. Tudo isto faz do SVM um classificador
linear binario nao probabilistico. O SVM encontra uma linha de separagao entre as instancias
das duas categorias, denominado como o hiperplano. O hiperplano de separagao 6timo ¢é
escolhido de modo a maximizar a distancia de separagao entre as classes (Ford et al.,
2016)(Reis, Aires, Reis, Silva, & Lima, 2015), tal como podemos observar na figura 4:

N :
« i margin
O R
N
N 5
- >

Figura 4: SVM - Adaptada de "Introduction to Support Vector Machines", (Garcia, 2017)

2.6.3 J48 (arvore de decisao)

O algoritmo J48 ¢ um classificador do tipo arvore de decisio. Uma arvore de decisio é
um modelo de wachine learning preditivo em formato de arvore, em que os nos internos da
arvore correspondem aos diferentes atributos e os ramos entre os nos indicam quais sao 0s
valores possiveis que os atributos podem adquirir na amostra em observagdo. Os nos
terminais indicam a classe. Existem varios algoritmos do tipo arvore de decisao, tal como o
CART, ID3 e C4.5 (Dangare, 2015). O algoritmo J48, que consiste na versao C4.5 adaptada
e implementada pelo software Weka, constroi uma arvore de decisao com base no valor dos
atributos dos dados de treino (Afzal et al., 2013). Deste modo, a partir do conjunto de dados
de treino, o algoritmo identifica o atributo e faz uma descriminacdo das varias instancias.
Este método permite indicar e dar a conhecer mais informacGes sobre as instancias mais
claramente, originando assim uma melhor classifica¢ao. No caso de entre os valores possiveis
dessas carateristicas, surgirem quaisquer instancias que abranjam a sua categoria entao esse
ramo ¢ finalizado e ¢ atribuido para ele o valor alvo que foi obtido (Reis et al., 2015).
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2.6.4 Random Forest

Este algoritmo resulta na predi¢ao de diversas arvores de decisao, pelo que o conjunto de
arvores de decisao é denominado “floresta”. Uma random forest, apresenta um numero
aleatério de arvores de decisao simples para determinar a classe final de uma instancia. Em
problemas de classificagdo, o algoritmo disponibilizara a classe que apresentar maior nimero
de votos obtidos com as arvores de decisio da floresta. (Reis et al., 2015).

2.6.5 NNge (baseado em regras)

Introduzido em 1995 por Brent, o NNge (Nearest Neighbor with generalisation) é um
algoritmo baseado em regras que constréi hiperectangulos no espago de atributos que
representam regras de decisdo. Este método foi proposto como solugao para melhorar o
desempenho de classificagio do algoritmo £-NIN. Embora este algoritmo tenha ganhado
popularidade nos ultimos anos, nomeadamente por apresentar um custo reduzido em termos
de tempo de execugido e implementagao, o £-NIN apresenta algumas limitagdes importantes,
como dificuldade em aplicar a func¢do de distancia ideal e o viés que pode ser introduzido
por construir regras menores e simples e genéricas com base apenas na semelhanca de
exemplos (semelhanga esta medida pela fungio de distancia), o que pode reduzir o
desempenho de classificagao. A solugao para estas limitagoes é a generalizagao implementada
pelo algoritmo NNge, em que apenas exemplos com a mesma classe sao agrupados a fim de
produzir regras mais completas. Esta caracteristica reduz o papel da fun¢io de distancia
enquanto aumenta a utilizagdo de regras mais completas, melhorando o desempenho de
classifica¢ao do sistema k-NN ao mesmo tempo que reduz o tempo de classificagao. (Martim,

1995)

Este algoritmo classifica uma instancia quando encontra um ou mais hiperectangulos
associados a ela. Uma vez classificada a nova instancia ¢ generalizada através da jungao com
o exemplo mais préximo e que pertence a mesma classe. Exemplo este que pode ser uma
instancia ou hiperectangulo. (Devasena L., Sumathi T., Gomathi V., 2011) Em estudos
anteriores, o NNge foi integrado num sistema para a classificacao de texto livre de
documentos clinicos para identificar casos de depressao (Zhou et al., 2015).
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2.6.6 K-Nearest Neighbours (k-NN)

O k-vizinhos mais proximos (k-NN) ¢ um dos algoritmos de wachine learning mais bem-
sucedidos em problemas de classificagao, além de ser muito utilizado devido a sua
simplicidade, o mesmo ¢ capaz de obter uma exatidao consideravel para a classificacdo de
diversas instancias. (Shouman, Turner, & Stocker, 2012)

Durante a fase treino, este algoritmo identifica e aprende os casos semelhantes com base
numa funcao de distancia a ser determinada pelo investigador. Desta forma, sao construidas
regras com base nos grupos de casos semelhantes. Este classificador contem um parametro
K, também a ser determinado pelo investigador, que corresponde ao numero de vizinhos
semelhantes a ser considerado para a classificagao.

Os exemplos sio mantidos na memoria para posterior classificagio de casos
novos.(Shouman et al., 2012) Para k=1, o k-NN atribui a uma instancia (caso) a classe do
vizinho mais préximo. Para k>1, inicialmente sdo calculadas as distancias do novo caso a ser
classificado de modo a identificar os k exemplos mais proximos no conjunto de treino.
Assim, o novo caso ¢ classificado como pertencente a classe mais frequente entre os k

exemplos mais proximos do conjunto de treino. (Medjahed, 2013)
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3.Metodologia

Este projeto encontra-se dividido em trés fases. A primeira consiste na recolha da
informacao e pré processamento do registo eletrénico clinico; a segunda compreende a fase
da construgao do modelo de classificagdo e a terceira na implementagao do protétipo.

3.1 Primeira Fase — Recolha da Informacao e Pré-
Processamento

A recolha de registos clinicos nio estruturados (estritamente anonimizados), foi uma
tarefa de primeira instancia, para que possibilitasse a aquisi¢ao dos conteudos necessarios, de
forma a que posteriormente fossem aplicados os filtros de pré-processamento. Foram
recolhidos 48 casos clinicos de alergologia, com o apoio da CUF Porto. Recolhidos os
registos clinicos de alergologia, classificaram-se os registos por dois métodos, o manual ¢ o

automatizado, onde se recorreu as técnicas de zext mining.

Classificagio Manual — Etapa de grande interesse, permitiu que fosse criado um
“dicionario”, que recolhesse o maior numero de informacao possivel para o processo de
constru¢ao do modelo.  Este método foi concretizado por um especialista em
imunoalergologia. Cada registo foi classificado de acordo com o método utilizado no
CPARA, com a terminologia utilizada na dltima versao, a SNOMED CT. A relagao dos
cédigos SNOMED CT utilizados nos diferentes eixos de classificagao especificados pelo
catalogo do CPARA pode ser consultada no anexo B. Desta forma organizou-se em excel
uma tabela com todos os campos necessarios para a classificagao, ocupando assim o seguinte
formato que se pode ver na Figura 5:
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Alergénio

Registo Clinico de Alergologia Origem da I Go  Classificaga Al Reagio Adversa  Gravidade Estado

Vem pata PPO com camario cozido. Refere edema do libio ¢ prutido
oral e cutaneo da face <1h apés ingestio de camario (+ outros
mariscos); previamente nogio de algum edema labbial ¢ prutido oral,
sem outros sintomas. Sem outros sintomas acompanhantes.

Tem testes cutineos por picada com extrato comercial de camario
negativos.

Sem infe¢io aguda recente. Sem anti-H1 hd cerca de 1 semana. 408439002 414285001 278840001 41291007 24484000 73425007
Sem medica¢io habitual. EO: AP N / RA HCI, mucosa palida, algumas
secregdes / pele okExplicado procedimento ¢ assinado consentimento
informado.

Administradas doses crescentes de camario cozido, atingindo a dose
cumulativa total de 106g, sem reagoes imediatas.

Fica com indicacoes ¢ contactos em caso de reagdo tardia.

Figura 5: Estrutura da folha excel com os diferentes eixos de classificacio do CPARA - Modelo de
Classificacao Manual

Classificagdo Automatica — Este método apenas pode ser feito apds recolha da
informacao anterior obtida pelo método de classificagao manual. Foi realizado através de
técnicas de machine learning, técnicas estas que permitem a analise e o tratamento da
informacao e consecutivamente a aprendizagem do programa com base nessa informagao.
As técnicas de mwachine learning recorrem a métodos probabilisticos para a escolha do melhor
codigo de classificagao SNOMED CT que pode estar associado ao registo em analise.

Visto que os registos manualmente classificados pelo especialista de imunoalergologia nao
se encontravam estruturados para a aplicacao das técnicas de machine learning, verificou-se
crucial aplicar filtros de pré-processamento de texto, recorrendo a técnicas de zext mining.
Estas técnicas permitiram extrair do registo clinico de alergologia nio estruturado as
informag¢des de maior relevo e impacto, para a constru¢ao do modelo de classificagao
automatizado. Para esta fase de pré-processamento, foram utilizados trés filtros: o Tokenize,
o Filtro de S7gpwords e o Filtro de Palavra-Chave.

A aplicacio do algoritmo Tokenize foi escolhida por ser essencial para explorar as palavras
individualmente e por ser um processo indispensavel para a produ¢iao de simbolos léxicos
que podem ser manipulados pelo computador. Considerando que muitas das palavras
presentes em documentos apresentam pouco ou nenhuma relevancia para o processo de
classificacdo, palavras estas denominadas “stopwords”, foi aplicado o filtro Stpwords com a
finalidade de reduzir e eliminar o conteddo de menor relevancia para o processo de
classificacao, aumentando a eficiéncia do classificador.

Por fim, o terceiro filtro, denominado filtro de Palavras-chave, foi criado separadamente
através da elaboracao de um dicionario cujas palavras (e os varios sinénimos possiveis) foram
derivadas das defini¢des dos cédigos SNOMED CT. Também foram considerados, para a
elaboracao do dicionario de palavras-chave, alguns termos comuns para descrever os aspetos
considerados para a classificacio, nomeadamente termos que descrevem sintomas, reagoes
adversas, episodios anafilaticos. No seu conjunto, estes atuaram filtrando a vasta informagao
contida num registo clinico de alergologia, deixando no final apenas as palavras chave de

maior relevo para a classificacao, eliminando toda a informacao desnecessaria.
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311 Filtros de Pré-Processamento

Neste sub-capitulo sao explicadas as defini¢oes de cada filtro empregue em cada etapa de
pré-processamento.

Tokenize — este filtro, de facil implementagao, permitiu separar as palavras, identificando
os termos um a um, separando por palavas ou carateres, tal como podemos observar na
figura 6. Assim, permitiu que fosse feita uma analise termo a termo e nio de um todo,
obtendo cada palavra a sua prépria identidade.

Texto: Antecedentes de anafilaxia, aos seis meses de vida, associada a ingestdo de
papa de trigo.

Antecedentes H de ‘ ’anafilaxia| | aos‘ seis meses

1 1 1 1 1
Termos:
[“Antecedentes”, “de”, "anafilaxia”, “aos”, “seis”, “meses”, “de”, “vida”, “associada”, “a”,
|nge5tao" lfdell .‘lpapall lldelf ”trlgo”]

Figura 6: Exemplo da aplica¢do de Filtro Tokenize

Filtro Stopwords — Geralmente um texto contém sempre palavras de menor importancia
para a classificagdo, palavras estas que nao determinam nem interferem na classifica¢ao, mas
sim na construcao das frases. Este filtro deteta e elimina estas palavras “szgp”, tais como
artigos definidos e nao definidos, as preposi¢des e até mesmo conjugagoes. A figura 7 ilustra
a aplicacdo do filtro para a remogao de stopwords.

Texto: Antecedentes de anafilaxia, aos seis meses de vida, associada a ingestdo de papa

de trigo.
[“Antecedentes”, “de” ”anaﬂla)(la” “aos”, “seis”, “meses”, “de”, “vida”, “associada”, “a”,
|ngest§0" I-"l' ” llpapall h’ ll' "tl’lgo”]

Figura 7: Exemplo da aplicacdo do Filtro de Szopwords

Neste projeto, foi utlizado o software Rapidminer, tal como referido anteriormente. Na
implementagao deste filtro, verificou-se um problema, a auséncia desta lista de stopwords, no
idioma Portugués. Posto isto, este obstaculo foi contornado recorrendo a pesquisa da lista
das “stopwords Portuguesas”. Identificadas estas palavras, criou-se um documento £xt. com
elas. Como este programa permite a adi¢do de novas palavras/novas stopwords de diferentes
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idiomas, foi inserido na biblioteca deste software, o ficheiro com as nossas palavras szgp. Com
isto tornou-se possivel a sua identificacdo através do Rapidminer.

Filtro por Palavras-chave — Este filtro permite ensinar ao programa sin6nimos e quando
presentes num registo clinico diversas palavras-chave dentro do mesmo grupo, o programa
sugere a classificagao geral do termo. Na figura 8, podemos observar que dentro de cada
classificador encontramos subgrupos que podiam ser identificados num grupo, como por

exemplo:

grupo — classificag¢ao: marisco
subgrupo — classificagdao: camarao, lagosta, marisco, lagostim

Lagosta 230031005
Ostra/Ostras 230032003
Camarao 278840001
Moluscos/Delicias do mar/ Crustaceos 227146005

Marisco 44027008

Figura 8: Exemplo de filtros por palavra-chave

O objetivo deste mapeamento ¢ abranger os casos em que foram identificados mais do
que um alergénio alimentar, pertencente a um mesmo grupo. No caso de existirem diferentes
significados para uma sigla ou palavra, este filtro ¢ muito relevante pois permite a
identificacdo manual destas palavras, ultrapassando possiveis erros de sugestoes erradas de
classificacao.

Na tabela 1, encontramos o resultado de um registo clinico apos as técnicas de pré-
processamento utilizadas no decorrer deste trabalho, aqui conseguimos obter maior perce¢ao
de como atuam os filtros. Com estas técnicas, a reducao de um texto livre a sua esséncia é
fundamental para a constru¢ao do modelo de classificagao.
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Tabela 1 - Exemplo de um Registo Clinico de Alergologia Antes e Ap6s aplicar os Filtros de Pré-

Processamento
Registo Clinico sem Filtros de Pré- Registo Clinico ap6s os Filtros de Pré-
Processamento de texto Processamento de texto

Dermatite atopica. Asma alérgica. Asma de

esforco: Rinite alérgica. Anafilaxia noz. Fez IT Dor
subcutanea Allergovac polimerizado 100% DT PT Asma
5 anos (terminou em 2013). Este ano tem tido Rinite
crises pontuais de asma e "constipag¢oes" sic. R/ Anafilaxia
Relvar e kestine lio SOS. Anapen. 13-09-2013 - Frutos Secos
peco Iges especificas frutos secos - sensacdo de Caju
dificuldade e dor em engolir (estava a jantar no Sushi

restaurante) Sushi, antes tinha tido episédio
semelhante com caju.

3.2 Segunda Fase — Construgao do Modelo de
Classificagao

Nesta fase, recorreu-se a técnicas de machine learning com o método de aprendizagem
supervisionada. Neste tipo de aprendizagem, o modelo é treinado com uma amostra de
registos clinicos ja classificados de modo a que possa aprender as caracteristicas especificas
mais importantes para a atribuicdo de um dado cédigo SNOMED CT. Por outras palavras,
considerando-se que a classe ja era conhecida (neste caso a classe ¢ referente a um codigo
SNOMED CT), os algoritmos de machine learning podem reconhecer os termos mais
relevantes e frequentes que estardo associados a um determinado cédigo SNOMED CT.

Para a aplicagdo destas técnicas foi utilizado o software WEKA 3.8.0, que traz como
vantagens ser um software gpen source gratuito, disponibilizar um grande nimero algoritmos
de data mining, como também ¢ um dos softwares de data mining mais utilizados nos altimos
anos (Jovi, Brki, & Bogunovi, 2014). Apesar do Weka nio ser tao utilizado quanto outros
softwares de data mining, tal como o Rapidminer e o R, 0 Weka disponibiliza inimeras API’s em
Java, o que permite incluir as suas funcionalidades em qualquer aplicagao a ser implementada
em Java. Desta forma é possivel integrar os algoritmos de data mining implementados pelo
WEKA, nomeadamente os algoritmos de classificagao supervisionada, na ferramenta a que
nos propusemos a desenvolver neste trabalho.

Entre os diferentes algoritmos de machine learning utilizados neste trabalho, temos o Support
Vector Machines (SVM), as Arvores de Decisio (J48 e Random Foresd), o Naive Bayes,
classificadores baseados em regras (Nnge) e o K-Nearest Neighbours (K-NN). Os algoritmos
foram aplicados separadamente de modo a identificar cada codigo SNOMED CT através de
um processo de classificagao binaria (“sim”, caso o registo clinico esteja associado a
determinado cédigo, “nao”, caso contrario). A técnica de validagao cruzada foi utilizada para
dividir toda a amostra dos registos clinicos disponiveis em subgrupos, em que, parte dos
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subgrupos foram utilizados para o processo de treino e a outra parte para testar e avaliar o
desempenho do modelo de classificacao.

Durante o processo de construcao do modelo de classificagio, nomeadamente a etapa de
treino, fol necessario a adaptagao dos registos clinicos ao formato ARFF (attribute — relation
file format), para a utilizagao do software WEKA. Esta adaptagao exigiu que cada registo fosse
convertido num vetor de numeros binarios que especificava a presenga ou auséncia das
palavras chave (definidas para o filtro de palavras-chave proposto na primeira etapa) de maior
relevancia para a classificaciao (0 quando a palavra estava ausente ou nao era identificada no
registo, e 1 quando a palavra aparecia no registo). Desta forma, cada linha contém um vetor
binario que representa um episédio clinico distinto e o seu codigo SNOMED CT
correspondente identificado pelos termos yes ou no. Assim sendo, para cada um dos 48
codigos SNOMED CT foi criado um ficheiro ARFF distinto em que os registos pertencentes
a aquele cédigo eram classificados como yes, enquanto que os restantes eram classificados
como 0.

Com a finalidade de analisar e obter uma maior percecdo da fiabilidade induzida neste
projeto de sugestio de classificagdo automatizada de cédigos SNOMED CT, avaliamos o
modelo de classificagao através de medidas de desempenho fornecidas pelo software WEKA,
tais como a area sob a curva ROC, a precisio, o recall, a taxa de verdadeiros positivos, a taxa
de falsos negativos e F-measure. Entretanto, as principais medidas para avaliacio que
utilizamos para a escolha dos melhores modelos de classificagao foram a sensibilidade (taxa
de verdadeiros positivos) e especificidade (taxa de verdadeiros negativos), juntamente com a
area sob a curva ROC.

A sensibilidade (recall, Taxa de Verdadeiros Positivos - TVP) mede a
proporcio/percentagem dos positivos reais que siao identificados corretamente. Por
exemplo: qual a percentagem de doentes que sao diagnosticados com uma doenca, tendo
mesmo a doenca.

vp

Sensibilidade = TVP = VP EFN

A especificidade (Taxa de Verdadeiros Negativos - TVN) mede qual a
propor¢ao/percentagem de negativos, que foram identificados como tal. Por exemplo: mede
qual a percentagem de pessoas saudaveis que nao tém mesmo a doenga, que nao verificam a
condicio.

VN

E o S TUN = —
specificidade %4 VN T FP
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A relagao entre a sensibilidade e especificidade pode ser representada pela curva ROC,
por outras palavras a curva ROC representa a taxa de verdadeiros positivos em fungao da
taxa de falsos positivos. Esta curva é uma representagao grafica que permite ilustrar a
performance de um classificador binario, como o seu limiar de discriminagao é variado.
Note-se que a area sob a curva ROC, varia entre 0 e 1. O 1, representa o classificador ideal,
e 0 0, o classificador errado. Quando a area ¢ de 0,5, indica que o classificador é praticamente
aleatorio.

Para cada cédigo presente nos registos clinicos do conjunto de treino, foram selecionados
dois modelos de classificacao: o modelo de mais alta sensibilidade e o modelo de mais alta
especificidade. O primeiro ¢ aplicado para sugerir cédigos SNOMED CT, dentro de cada um
dos sete eixos de classificagao do CPARA (que consideramos)”, que possam estar associados
ao caso clinico em avaliagdo. A importancia de um classificador altamente sensivel foi
importante no contexto do problema em questio, pois é de extremo interesse que 0s casos
reais positivos a determinado alergénio sejam prontamente ¢ devidamente sugeridos, visto
que a sugestdo sera confirmada a posteriori pelo especialista de imunoalergologia. O segundo
modelo ¢ utilizado para confirmar ou validar os codigos sugeridos pelo primeiro modelo,
tarefa esta que também ¢ util no processo de confirmagao a ser feito pelo especialista de
imunoalergologia. Um modelo de alta especificidade ¢ o ideal para a tarefa de confirmagao
tendo em vista a sua grande capacidade em descartar falsos positivos (“falsos alarmes”).

3.21 Ferramentas Utilizadas

" Weka

Waikato Environment for Knowledge Analysis (WEKA) surgiu em 1993, na Universidade de
Waikato, na Nova Zelandia. Desenvolvido em linguagem java, este software foi
posteriormente adquirido por uma empresa, no final de 2006. Possui uma licenga de cédigo
aberto, GNU - General Public License, que permite a aquisicao do cédigo fonte e inclusivamente
o estudo dele (Witten et al., 2009). O Weka permite a organizacdo de dados através da
identificacdo de alteragGes e ou padroes que apresentem determinada anomalia relevante.
Envolve a area de inteligéncia artificial, que se dedica ao estudo de técnicas de machine learning.
Desta forma, permite assim que um computador possa “aprender” intuitivamente ou
dedutivamente, através de técnicas de zext mining e machine learning.

De uma forma matematica, este soffware procede a uma analise computacional e estatistica
da informacao fornecida através das técnicas de fext mining, tendo como principal objetivo
decifrar a partir dos padroes encontrados, gerar hipdteses e teorias mais assertivas
relativamente aos dados em questio (Schiefelbein, Moiano, & Livinalli, 2015).



26 Capitulo 3 — Metodologia

* Rapidminer

O Rapidminer, é considerada uma das melhores plataformas de analise de dados, gpen source,
que contém um vasto conjunto de ferramentas para zext mining. E. um software que permite
realizar analises avancadas de textos, com pouca ou até nenhuma codificacio necessaria
(Ramamohan, Vasantharao, Chakravarti, & Ratnam, 2012).

Este software de implementagdao em Java permite a criagao de modelos de analise preditiva.
Tras com ele indmeras vantagens: nao s6 é um software de coédigo aberto, como também
possibilita obter a licen¢a de negdcio para a o desenvolvimento de aplicagdes. Existe a versio
free e a versao paga, sendo que esta ultima é uma versao para profissionais. Atualmente os
utilizadores e programadores desta ferramenta tem vindo a aumentar, apresenta, pois, uma
interface intuitiva, possibilita a leitura de diversificados formatos de arquivos, codificagao
simples e de facil utilizagao. O Rapidminer apresenta cerca de 250 algoritmos diversificados
para fext mining e inclusive inimeros de pré-processamento (Burget, Karasek, Smekal, Uher,
& Dostal, 2010).

Esta tecnologia foi escolhida para utilizar no projeto de dissertacao, baseada em alguns
requisitos minimos (Rapid-I1 GmbH, n.d.) :

" Software para classificagao

»  Versao gratuita

* Bom desempenho

®  Permita facil associacio

® Intuitivo

* Existéncia de algoritmos de pré-processamento

*  Acessibilidade e grande flexibilidade no suporte ao utilizador

3.3 Terceira Fase — Prototipo

Para implementar na pratica os modelos de classificagao e disponibilizar a ferramenta para
a utilizagdo, foi criado um protétipo de servico web para a classificacio de registos de
alergologia. Com este servigo pretendeu-se criar uma ferramenta para auxiliar o processo de
classificacdo de alergologia em Portugal que até a data ocorrem exclusivamente de forma
manual. Este servico web foi desenvolvido em parceria com o CINTESIS da Faculdade de
Medicina do Porto.
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3.31 Tecnologias Utilizadas no Protétipo

Para a implementagao deste protétipo, utilizou-se a linguagem Java, em conjunto com o
Java EE (Enterprise Edition), que consiste num conjunto de especificagdes destinadas a
construcao de aplicages web. A linguagem Java foi escolhida por ser das linguagens mais
utilizadas para a construcgao de aplicagoes web, pelo carater open source e pela portabilidade, isto
¢, a aplicacdo pode ser executada em qualquer Browser. A tecnologia Java Serviet também foi
utilizada para a implementacio das funcionalidades de um servidor, nomeadamente o
processamento e as respostas das requisicoes on/ine feitas pelo utilizador. A interface grafica
foi construida recorrendo a linguagem HTML (Hyper Text Markup Language), CSS (Cascading
Style Sheets) e Java Script. O ambiente de desenvolvimento utilizado para a codificagio do
protétipo foi Eclipse IDE com suporte ao desenvolvimento Java EE. A aplicagao é executada
através do servidor apache tomeat 6.0, que faz a simulagao do servidor web real.

3.3.2 Funcionalidades e Interface

Nesta sub-capitulo encontra-se a especificacao da interface grafica do protétipo e as
funcionalidades inerentes a aplicagdo. Na figura 9, podemos encontrar a interface inicial do
servico web. Esta interface foi criada de modo a ser de user-friendly, intuitiva e simples. A
estrutura da pagina e a disposi¢ao das informagdoes foram pensadas de modo a permitir uma
maior usabilidade, sobretudo porque o objetivo desta ferramenta, consiste em facilitar e
apoiar uma tarefa que devera ser executada sistematicamente. As opg¢oes de navegagao da
plataforma podem ser visualizadas no menu superior da pagina inicial. Esta barra de
navegacao contém o acesso a informagoes do sistema de classificagdo do CPARA incluindo,
a ligacao direta com a pagina do CPARA e da SPAIC, além de instrugoes do uso da
ferramenta. Para iniciar a classificagao dos registos clinicos através da ferramenta, o utilizador
pode selecionar a op¢ao “Iniciar Classificagio” ou aceder diretamente na barra de navegacao

através da opcao “Classificador”.
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[APORTO [MAPORTO

—, FACULDADE DE CIENCIAS
FMUP FACULDADE DE MEDICINA F( % DE CENCLAT.

UNIVERSIDADE DO PORTO UNIVERSIDAC

Figura 9: Protétipo - Classificador Automatico de Registos Clinicos de Alergologia, SNOMED CT

As figuras 10 e 11 mostram, respetivamente, a interface da classificagao para a entrada de
multiplos registos clinicos no formato excel (xlsx) e a entrada de registos individuais através
da introdugdo de um texto livre. Conforme podemos observar na figura 11, o utilizador pode
submeter um conjunto de registos clinicos ao fazer o #pload do ficheiro em formato excel
cujo modelo pode ser consultado ao premir a op¢ao “Modelo de ficheiro para submissao”.
Ao clicar na opgao “Enviar ficheiro Excel” sera aberta uma janela com o campo para o #pload

e submissao do ficheiro, conforme mostra a figura 11.
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nacoes v Classificador

Selecionar Método de Insercéo dos Registos Clinicos

Este meio permite ao utilizador enviar um conjunte de registos clinicos através de um ficheiro no formato xlsx

Modelo - Ficheire para Submissao

Enviar ficheiro Excel

Figura 10: Interface do Classificador com op¢ao de submissdo de multiplos registos (ficheiro excel)

Classificador

Enviar Vérios Registos Clinicos - Ficheiro Excel

Inserir o ficheiro Excel (xIsx) no campo abaixo:

Escolher arquivo | Nenhum arqu... slecionado

Enviar

Figura 11: Interface do Classificador para entrada de multiplos registos (ficheiro xlsx)

Alternativamente, o utilizador pode submeter um registo clinico individual, de modo a
obter uma sugestiao de classificagdo imediata, conforme mostra a figura 12. Ao clicar na
opcao “Enviar Registo”, é aberta uma nova janela com um campo caixa de texto para inserir
diretamente o registo, como podemos observar na figura 13. A resposta com a sugestio de
cédigos SNOMED CT é posteriormente retornada ao utilizador em tempo real.
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Classificador

Selecionar Método de Inser¢édo dos Registos Clinicos

Este meio permite ao utilizador enviar um registo dlinica inserindo um texto livie

Enviar Registo

Figura 12: Opgdo para a Submissdo dos Registos Clinicos individuais (formulario)

Enviar Registo Clinico - Inserindo um Texto Livre

Insira o Registo Clinico:

Vem para PPO com amendoim lorrado, Antecedentes de prurido oral e sensagao de aperto orofaringeo associado a ingestao de amendoim: evicgio nao estrita de amendoim
com algumas reagoes ligeiras sempre com resolugdo espontanea em cerca de 10 minutos. Tem testes cutdneos com extrato comercial de amendoim positivo (25 08 2015). Tem
estudo analitico com IgE especifica negativa para amendoim (<0 35kU L). AP: rinite alérgica a acaros MH: avamys; bilastina em SOS.Explicado procedimenta e assinado
consentimento informado. Efetuados testes cutineos picada-picada que foram positives para amendoim torrado (3x3mm; histamina 8x7mm). Efetuada prova de provocagéo oral
com doses crescentes de amendoim torrado. Cerca de 15 minutos ap6s a dose de 8 gramas (dose cumulativa total de 14 4 gramas) verificou-se aparecimento de lesfes
urticariformes no tronco membro superior e face com ligeiro angioedema da palpebra inferior direita associado; sem outros sintomas acompanhantes e sem outras alteragbes ao
exame objetivo incluindo alteragies hemodinamicas (TA: 132 76mmHg: FC: 62bpm) ou respiratérias. Tratamento com ebastina 20mg per os e posteriormente com prednisolona
80mg com melhoria progressiva. Portanto prova de provocagao oral com amendoim torrado positiva (sinfomas cut@neos). Observamos sensibilizago alérgica com tradugio
sintomatica ligeira limitada a sintomas cutaneos apds a ingestdo de 14 4 gramas de amendoim. Nao ha necessidade de manter evicgdo de alimentos com a indicagdo “pode
conter vestigios de amendoim” nem de alimentos contendo pequenas quantidades de amendoim torrado (até 4 gramas correspondendo a ~4 amendoins)]

Figura 13: Caixa de Texto para inserir texto livre para a Submissao do Registo Clinico

Ap6s a submissio do registo clinico individual, a ferramenta web deve retornar uma pagina
que apresenta, para cada dominio proposto pelo CPARA, uma sugestio de cddigo
SNOMED CT, conforme ilustrado pela figura 14.
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Sugestio dos codigos SNOMED CT, por categoria do CPARA

Categoria CPARA Codigo SNOMED CT e Descrigao
Origem da Informagao 408439002 (Imunoalergologista)
Classificagédo 414285001 (Alergia alimentar)

Alergénios Alimentares 256349002 (Amendoim)

Outros Alergénios

Reagéo Adversa 247472004 (Urticaria)/418290006 (Prurido)
Gravidade 24484000 (Grave)

Estado da Reagéo 74996004 (Confirmagao)

Suge:

£l

dos codigos SNOMED CT, por categoria do CPARA (Confirmagao dos resultados)

Categoria CPARA Codigo SNOMED CT e Descrigao
Origem da Informagéao 408439002 (Imunoalergologista)
Classificagédo 414285001 (Alergia alimentar)
Alergénios Alimentares 256349002 (Amendoim)

Outros Alergénios

Reagao Adversa 247472004 (Urticaria)

Gravidade 24484000 (Grave)

Estado da Reagéo 55561003 (Ativo)

Figura 14 — Resultado da Classificacio Automatica - Sugestao de Cédigos SNOMED CT

Para o caso de o utilizador submeter varios registos para a classificacdo, o resultado com
a sugestao dos codigos SNOMED CT sera enviado através de um ficheiro excel (.xIsx), apos
o término do processamento do pedido que devera retornar uma pagina web com o /ink para
aceder ao ficheiro com as respostas, conforme mostra a figura 15. O envio do resultado com
a resposta através do ficheiro excel (xIsx) ¢ conveniente pois permite ao utilizador editar e
modificar as sugestdes com facilidade.

Classificador

Pedido Processado com Sucesso!

Carreque no link abaixo para obter o ficheiro com os registos clinicos classificados:

Descarregue o ficheiro aqui

Figura 15: Interface ap6s a finalizagdo do processamento do pedido da Classificacdo
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O ficheiro com o resultado contém um identificador por registo clinico que coincide com
o numero da linha em que o registo aparece no ficheiro de submissio. Para além disso o
ficheiro com as respostas inclui em cada linha o préprio registo clinico com as sugestoes dos
cédigos SNOMED CT juntamente com as defini¢des correspondentes, por dominio de
classificacio do CPARA conforme mostra a figura 10.

1D Registo R Cédigo SNOMED- N N .
Cadigo SNOMED-CT Codigo SNOMED-CT Codigo SNOMED-CT  Cddigo SNOMED-CT
Clinico Registo Clinico Codigo SNOMED-CT [Origem) ~ Codigo SNOMED-CT (Classificagda) ¢ CT(Outros & N & ¥

. (Alimentac3o) L (Reagdo Adversa) (Gravidade) (Estado)
[Ne Linha) Alergénias)
[ 2 Edema da face (palpebras) eritema local com ir 408439002 (Imunoalergologista) 419199007 (Reado alérgica) 278840001 {Camardo) 41291007 [Angioedema) 24484000 (Grave) 55561003 [Ativo)
" 3 Vem para PO com amoxicilinaticido clavulinit 408439002 (Imunoalergologista) 416098002 [Alergia medicamentosa) 41291007 [Angioedema) 24484000 (Grave)
" 4 201507 14 Vem para PPO cam farinha de trigo. 408439002 (Imunoslergologista) 414285001 (Alergia alimentar) 412071004 (Triga) 39579001 (Anafilaxia) 24484000 (Grave)
"5 Vem para PO com camario cozido Refere edei408439002 (Imunoalergologista) 414285001 (Alergia alimentar) 278840001 {Camaro) 41291007 [Angioedema) 24484000 (Grave)
r

227037002 {Peixe), 278840001

€ 20160708 Vem para PPO omaaboe pe 408439002 Imuncalergologt] 14285001 Wergaalmenta) 1L (e, 24484000 (Grave)
" 7 Vem paraPROcom ilina+icido clavuli 002 (I ista) 416098002 (Alergia medicamentosa) 73442001 Sindrome de $ 24484000 (Grave)
" s 2016 06 29 Vem hoje fazer inicio de Metibasol 408439002 (Imunoalergologista) 416098002 (Alergiz medicamentosa) 247472004 (Urticdria) 255604002 (Ligeiro]
" 3 Contacto telefénico a 27 06 2016 - teve dejeqac 408439002 (Imunoalergologista) 235719002 (Intolerdncia alimentar) 278840001 (Camardo) 62315008 (Darreia) 255604002 (Ligeiro)
r -

10 Paimédico Aos 14 anos - com augmentim eden 408439002 {Imunoalergologists) 416098002 (Alergia medicamentosa) 24484000 (Grave) mrwsf"‘]’"

confirmagdol

r -

11 DoentedeSanos e 1 mEs.Enviada pela Dra. Em 408439002 (Imunoalergologista) 416098002 (Alergia medicamentosa) 255604002 {Ligeiro) S&I'JAUBEEN]au

confirmagdal
[ 12 Vem para provocagio oral com Yoco framboes: 408439002 (Imunoalergologista) 414285001 (Alergia alimentar) 226760005 {Lacticinios) 247472004 (Urticdria) 255604002 (Ligeiro)
" 13 20160609 Vem para provocagio oral com prec 408439002 {Imunoslergologista) 416098002 [Alergia medicamentosa) 247472004 (Urticria) 255604002 (Ligeiro)
" 14 201505 08 Vem para PPO cam amosicilinasdicic 408439002 (Imunoalergologista) 416098002 (Alergia medicamentosa) 247472004 (Urticéria) 24484000 (Grave)
" 15 201508 26 Vem para PRO com aspirina por sus 408439002 (Imunoalergologista) 416098002 (Alergia medicamentosa) 39579001 (Anafilaxia) 24484000 (Grave) 55561003 (Ativo)
" 16 Apicultor amador desde sabado. Picado no don 408439002 (Imunoalergologista) 419199007 (Reagdo alérgica) 39573001 (Anafilaxia) 24484000 (Grave) 55561003 (Ativo)
|

Figura 16 — Ficheiro Excel Descarregado com o Resultado da Sugestio de Classifica¢do pelo servigo web
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4.Resultados e Discussao

Neste capitulo, sao dados a conhecer os resultados deste trabalho, incluindo os dados
obtidos com a aplicagdo e avaliagdo do classificador criado no decorrer deste projeto,
demonstrando numericamente quais os valores concretos obtidos que permitiram avaliar a
viabilidade desta ferramenta computacional. Foram desenvolvidos classificadores para cada
uma das categorias de classificagdo do CPARA (origem da informacgio, classificacio,
alergénios alimentares, reacao adversa, estado e gravidade), a exce¢ao da categoria “outros
alergénios”, em que nao foram obtidos registos clinicos classificados neste dominio. Para o
dominio de classificagdo “origem da informagao”, todos os 48 registos clinicos classificados
apresentavam o codigo 408439002 — Imunoalergologista/Médico especialista em alergias, tal
deve-se ao facto de os dados recolhidos terem todos origem na CUF Porto. Assim sendo,
como nao existia variabilidade de cédigos para o dominio “origem de informagio” o
classificador obteve naturalmente um desempenho 6timo.

A tabela 2 apresenta a distribuicdo do numero de registos clinicos entre os diferentes
dominios de classificagio. Apenas as categorias “origem da informagao” e “classificacio”
estavam presentes em todos os registos clinicos, enquanto que a categoria “alergénios
alimentares” estava presente em apenas 15 registos de alergologia. F importante salientar que
para alguns dominios de classificacio, houve a sugestdio de mais do que um cédigo
SNOMED CT possivel, sendo que a possibilidade de classificagoes multiplas foi considerada
durante a etapa de construcao dos modelos de classificacao. Na coluna “Numero de Casos
com mais do que uma sugestao” da tabela 2, encontram-se quantos registos de alergologia
(da base de dados fornecida pela CUF Porto) apresentavam por dominio mais do que um
cédigo. A titulo exemplificativo, o mesmo caso clinico pode ser classificado no dominio
“Estado” como 55561003 - “ativo” quando ocorre a confirmagao de alergia ou reagao
adversa, e como 74996004 - “Confirmado” quando o diagnéstico foi confirmado e validado
pelo imunoalergologista. Neste caso, a atribuicao de ambos os codigos ¢ considerada correta.
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Tabela 2 - Numero de Casos por eixo de Classificagdio do CPARA e nimero de casos com mais do que um

cédigo por tipo de classificacio

Numero de Registos . .
gt Numero de Casos com mais

Tipos de Classificagio Clinicos existentes por d ~
Classe 0 que uma sugestdo

Origem da Informagio 48 0
Classificagao 48 1
Alergénios Alimentares 15 0
Outros Alergénios 0 0
Reagao Adversa 28 10
Gravidade 34 0
Estado da Reacido 34 16

A tabela 3 especifica o tamanho do conjunto de dados de treino utilizado durante o
processo de construcio do modelo de classificagao. Em machine learning, cada elemento do
conjunto é denominado “instancia” e cada instancia deve ser classificada com apenas um
cédigo SNOMED CT por dominio. Desta forma, pode existir mais do que uma instancia
para representar um mesmo registo clinico de alergologia, por exemplo registos com mais do
que um cédigo SNOMED CT no mesmo dominio podera ser representado em mais do que
uma instancia. Por esta razdo o nimero de instancias presente no conjunto de treino tende a

ser maior do que o numero de registos clinicos originais.

Tabela 3 - Numero de Instancias utilizadas na Fase de Treino

Tipos de Classificagio Numero de Instincias
Origem da Informacgio 73
Classificagao 73
Alergénios Alimentares 25
Outros Alergénios 0
Reagdo Adversa 55
Gravidade 59
Estado da Reagdo 59

Os resultados que serdo apresentados a seguir foram obtidos através do soffware WEKA.
Este permitiu obter medidas estatisticas referentes ao desempenho dos classificadores apos
a fase de treino, tais como a sensibilidade, especificidade e AUROC. Para calcular estas
estatisticas, utilizou-se a técnica de validagao cruzada para n=2 tendo em conta o nimero
reduzido de registos clinicos disponiveis, além da vantagem de que esta técnica permite obter
um conjunto de teste maior.

Inicialmente, foi utilizada a técnica de classificagao multinomial, que consiste na solug¢ao
de problemas que envolvem a classificacio de uma instancia dentro de varias classes
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possiveis. Por outras palavras, para cada um dos sete dominios de classificagao do CPARA,
foi construido um classificador para sugerir um cédigo SNOMED CT dentro de todos os
outros codigos disponiveis para aquele dominio. Na tabela 4 podemos observar os resultados
obtidos com a classificagio multinomial, nomeadamente aqueles obtidos pelo melhor
classificador dentro de cada dominio. Neste caso, excluiram-se os dominios “origem da
informac¢ao” e “outros alergénios”, sendo que o primeiro nio apresentava variedade de
classes (apenas um cédigo SNOMED CT para a “origem de informagao” estava presente na
amostra dos registos clinicos) enquanto que o segundo dominio nao tinha cédigos atribuidos
na amostra de registos clinicos.

O modelo para areas maior do que 0,7 (Classificagio e Alergénios Alimentares)
apresentou ter uma boa capacidade discriminatoéria, com taxas de acerto relativamente altas
(variando de 79% a 89%). Para areas menores do que 0,7 (Reagdao adversa, Gravidade e
Estado) o modelo apresentou uma baixa capacidade discriminatoria e taxas de acerto, que
variavam entre os 35% e 52%. Como o nimero do conjunto de registos disponiveis era
relativamente baixo, o numero de classes possiveis (variedade de c6digos) também era baixo.
No entanto, futuramente, com o aumento do tamanho da amostra de registos clinicos para
a classificagdao, maior sera o numero de classes disponiveis, o que implicara uma dificuldade
acrescida para a obtenc¢ao de bons modelos de classificagao com a abordagem multinominal,
dado que existirdo mais classes disponiveis para a aprendizagem.

Tabela 4 - Resultados de Avaliagio Multinomial

Dominio de Classificador Area sob a Curva Percentagem de
Classificagio ssticadotes ROC Acertos
Classificagdo NNge (rule based) 0,780 79,5%
Alergénios Naive Bayes 0,969 88,5%
Alimentares
Reagdo Random Forest (Decision o
Adversa Tree) 0,656 36,4%
Gravidade NNge (rule based) 0,504 52,5%

Random Forest (Decision

Estado Tree)

0,499 35,6%

Entretanto, o contexto do problema em questao assemelha-se a problemas comuns das
praticas médicas, visto que ha interesse em determinar se um paciente apresenta ou nao uma
dada condicao clinica, pelo que seria de maior interesse obter os melhores classificadores
para identificar uma unica condi¢do especifica. Visto que problemas associados a testes
médicos sao tipicamente solucionados com a construcao de classificadores binarios, optou-
se por adotar o método de classificagao binaria de modo a gerar classificadores para
determinar se um dado registo clinico de alergologia pertence ou nao a determinado cédigo
SNOMED CT. Desta forma, foi construido um modelo de classificagao distinto para cada



36 Capitulo 4 — Resultados e Discussdo

cédigo SNOMED CT a partir da utilizagdo de seis algoritmos de machine learning, que de
acordo com a literatura foram mais utilizados em problemas de zext mining para a classificacao
de registos clinicos.

Para cada cédigo foram entao selecionados os dois algoritmos com melhor sensibilidade
e especificidade: o primeiro, selecionado com o objetivo de sugerir um cédigo e o segundo
com o objetivo de confirmar ou nio a sugestao dada pelo primeiro algoritmo. A area sob a
curva ROC (AUROC) também foi utilizada para avaliar o algoritmo, de modo a também
considerar a capacidade discriminatéria do modelo. Apenas foram considerados os codigos
SNOMED CT que apareceram nos registos clinicos disponibilizados para este trabalho.
Desta forma, conforme forem obtidos novos registos clinicos, os modelos de classificacio
deverdo ser adaptados de modo a reconhecer um maior numero de cédigos SNOMED CT.

As tabelas de 5 a 9 apresentam os resultados obtidos pelos melhores algoritmos e que por
sua vez foram selecionados para construir a versao inicial da ferramenta informatica. Em
cada tabela iremos encontrar as medidas de sensibilidade e especificidade obtidas pelos
melhores algoritmos. A titulo exemplificativo, para o cédigo 235719002 (intolerancia
alimentar), os algoritmos de maior sensibilidade foram K-NN, Naive Bayes, NINge, Randon:
Forest, S17M. Todos estes algoritmos apresentaram uma sensibilidade de 1, o que significa
que todos os casos positivos de intolerancia alimentar foram devidamente identificados. No
entanto, ¢ importante ressaltar que existiam apenas dois casos classificados com este codigo,
o que de certa forma explica a sensibilidade maxima observada nestes algoritmos. Os mesmos
algoritmos também apresentaram os melhores resultados relativamente a especificidade,
também com um valor igual a 1, o que indica que todos os casos negativos de intolerancia
alimentar foram devidamente identificados.

Os resultados obtidos relativamente ao dominio “Classificagao” podem ser consultados
na tabela 5. Neste dominio, o classificador apresentou baixa capacidade discriminatéria e foi
incapaz de classificar devidamente os casos positivos de reacao alérgica (AUROC= 0,530;
sensibilidade= 0), enquanto apresentou capacidade discriminatéria relativamente boa e um
desempenho médio (AUROC= 0,786; sensibilidade =0,652) para a identificagao de casos
positivos de alergias alimentares.

Para além da obtencao de novos registos clinicos, a melhoria destes resultados requer um
conjunto maior e com maior variedade de palavras chave que permitam descrever e
identificar melhor os casos de reagao alérgica e alergias alimentares e consequentemente
aumentar a sensibilidade do modelo de classificagio associado a estes codigos. Assim, é
fulcral aperfeicoar a etapa de pré-processamento em conjunto com um especialista de
alergologia, nomeadamente para atualizar as defini¢Ges para o filtro de palavras-chave.
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Tabela 5 - Resultados do WEKA referentes a coluna "Classificacdo" do CPARA, por cédigo SNOMED CT

Classificagao
Codigo Numero de VT;ZXZ C}f Algoritmos de
SNOMED Definigio Instancias AUROC ;O;ifmos Maior
CcT por Codigo VP/(VP+EN) Sensibilidade
K-NN, Naive
Intolerancia Bayes, NNge,
235719002 Alimentar 2 1 112/@+0)] Random Forest,
SVM
Alergia 0,652
414285001 Alimentar 15 0,786 [15/(15+8)] SVM
Alergia 0,933
416098002 Medicamentosa 42 0,806 [42/(42+3)] K-NN
419199007 Reagido Alérgica 0 0,536 0[0/(0+3)] Random Forest
Codigo Vggzzgjos Algoritmos de
SNOMED Defini¢ao AUROC . Maior
CcT Negativos Especificidade
VN/(VN+FP) P
K-NN, Naive
N . Bayes, NNge,
235719002 Intolerancia Alimentar 1 1[71/(71+2)] Random Forest,
SVM
414285001 Alergia Alimentar 0,753 0,940 K-NN
& : [47/(47+3)] )
. . 0,786
416098002 Alergia Medicamentosa 0,826 [22/(22+6)] NNge
419199007 Reagdo Alérgica 0,500 1 [70/(70+0)] SVM

Os resultados para o dominio “Alergénios Alimentares” sio mostrados na tabela 6.
Podemos observar que a maior parte dos classificadores apresentaram alta sensibilidade e
especificidade, a excegao dos codigos que classificam a alergia a proteina do leite de vaca ¢ a
alergia a avela. Para estes alergénios, o modelo de classificagao apresentou ter uma baixa
capacidade discriminatéria relativamente ao problema da identificagao da alergia a proteina
do leite de vaca, contudo revelou ter uma alta capacidade discriminatéria quando considerada
a alergia a avela (proteina do leite de vaca: AUROC= 0,598 e sensibilidade=0; avela:
AUROC= 0,870 e sensibilidade=0). Apesar disso, nao foi capaz de identificar devidamente
nenhum caso positivo de alergia a estes alimentos. F importante salientar que este cenario
pode ser explicado pelo tamanho reduzido da amostra de registos clinicos, visto que nos
registos disponiveis para este trabalho, existia apenas um caso classificado como alergia a
avela e dois casos classificados como alergia a proteina do leite de vaca, o que tende a induzir
o classificador a obter uma melhor performance na identificacio de verdadeiros negativos,
isto ¢, todos 0s casos que nao sao classificados como alergia a avela ou alergia a proteina do
leite de vaca.
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Tabela 6 - Resultados do WEKA referentes a coluna "Alergénios Alimentares" do CPARA, por cédigo
SNOMED CT

Alergénios Alimentares

1 Numero de Taxa qe Algoritmos de
Cadigo Definicio  Instincias AUROC Verdadeiros Maior
SNOMED CT §  codi Positivos Sensibilidad
por Codigo VP/(VP+EN) ens ade
Proteina do K-NN, SVM,
303300008 3 1 1[3/(3+0)] Random Forest,
Ovo .
Naive Bayes
K-NN, Naive
. Bayes, NNge,
227037002 Peixe 2 1 1[2/(2+0)] SVM, Random
Forest
256349002 Amendoim 4 1 1 [4/(4+0)] J48, N;{}’&Bayes’
K-NN, Naive
412071004 Trigo 2 1 1[2/(2+0)] Bayes, NNge,
Random Forest
256353000 Avela 0 0,870 0 [0/(0+1)] Naive Bayes
Naive Bayes,
226760005 Lacticinios 2 1 1[2/(2+0)] NNge, Random
Forest
Proteina do
264295007 Leite de Vaca 0 0,598 0 [0/(0+2)] Random Forest
Codigo V;::zgfos Algoritmos de
SNOMED CT Definigao AUROC Negativos . Mao
VN/(VN+FP) specificidade
K-NN, Naive
303300008 Proteina do Ovo 1 1[22/(22+0)] Bayes, Random
Forest, SVM
K-NN, Naive
. Bayes, SVM,
227037002 Peixe 1 1[23/(23+0)] Random Forest,
NNge
256349002 Amendoim 1 1[21/(21+0)] 148, NQIVV;BW’
K-NN, Naive
412071004 Trigo 1 1 [23/(23+0)] Bayes, NNge,
Random Forest
256353000 Avela 0,870 1[23/(23+0)] SVM
226760005 Lacticinios 1 1123/@3+0y | NNge Random
Forest
264295007 Proteina do Leite de Vaca 0,598 1[23/(23+0)] Random Forest

A tabela 7 apresenta os resultados obtidos para o dominio “Rea¢ao Adversa”. A avaliacao

do desempenho dos modelos de classificagio para este dominio foi caraterizada por

resultados heterogéneos em que foi observada uma sensibilidade 6tima para os codigos das

classes “asma”, “Sindrome de Stevens- Jobnson” e ‘“outras”, enquanto que nio foram

identificados os casos positivos para as classes “dispneia”, “broncospasmo” e “diarreia”.
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Ainda o classificador apresentou um fraco desempenho para as classes “angiodema”
(AUROC=0,556 e sensibilidade=0,200), “prurido” (AUROC=0,568 e sensibilidade=0,429)
e “urticaria” (AUROC= 0,512 e sensibilidade=0,471), no entanto o resultado foi melhor para

a identificacdo dos casos de anafilaxia (AUROC=0,880 e sensibilidade=0,800). Assim como
para os outros dominios de classificacio, o tamanho reduzido da amostra dos registos

clinicos teve impacto na sensibilidade dos modelos de classificagio.

Tabela 7 - Resultados do WEKA referentes a coluna "Reacido Adversa" do CPARA, por cédigo

SNOMED CT

Reagio Adversa

Cédigo Nuamero de Vizzz:ifos Algoritmos de

SNOMED Definigao Instancias AUROC .. Maior

cr por Cédigo Positivos Sensibilidade
(VP/VP+FN)

195967001 Asma 4 1 1 [4/(4+0)] K-NN

247472004 Utrticaria 8 0,512 0,471 [8/(8+9)] NNge

267036007 Dispneia 0 0,741 0 [0/(0+1)] Naive Bayes
39579001 Anafilaxia 4 0,880 0,800 [4/(4+1)] K-NN, NNge
41291007 Angiodema 2 0,556 0,200 [2/(2+8)] K-NN

418290006 Prurido 3 0,568 0,429 [3/(3+4)] KNN
4386001 Broncospasmo 0 0,750 0 [0/(0+1)] Naive Bayes
62315008 Diatreia 0 0,981 0[0/(0+2)] Random Forest

Sindrome de
73442001 Stevens- 2 0,849 1[2/(2+0)] K-NN
Johnson
74964007 Outra 2 0,981 1[2/(2+0)] Naive Bayes
Codigo Vizzzgfos Algoritmos de
SNOMED Definigdo AUROC . Maior
cr Negativos Especificidade
(VN/VN+FP)
195967001 Asma 1 151/G1+0) | NN, Random
Forest
247472004 Utrticaria 0,638 0,842 Random Forest
’ [32/(32+6)]

267036007 Dispneia 0,741 1 [54/(54+0)] Naive Bayes
39579001 Anafilaxia 0,830 [ 499’(323_ 1] Naive Bayes
41291007 Angiodema 0,584 1 [45/(45+0)] Naive Bayes
418290006 Prurido 0,521 4 69,(32- 2] J48
4386001 Broncospasmo 0,750 1 [54/(54+0)] Naive Bayes
62315008 Diarreia 0,981 1 [53/(53+0)] Random Forest
73442001 Sindrome de Stevens- Johnson 0,840 1 [53/(53+0)] Random Forest
74964007 Outra 0,981 1[53/(53+0)] Random Forest

Conforme mostra a tabela 8, referente ao dominio “Estado”, podemos observar que o
classificador apresentou uma sensibilidade maxima para a identificacio dos casos “nio
confirmado” e “ativo” enquanto que o oposto foi observado para os casos cujo o estado da
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reagao era “inativo”, o que indica que nenhum caso positivo foi discriminado pelo
classificador. Relativamente aos casos em que o estado da reagao foi confirmado, o

classificador apresentou um desempenho médio (AUROC=0,550 e sensibilidade=0,600).

Tabela 8 - Resultados do WEKA referentes a coluna "Estado" do CPARA, por cédigo SNOMED CT

Estado
Numero
Codigo de Vggzzgfos Algoritmos de
SNOMED CT Definigao Inst:(r)lrcms AUROC Positivos Seni\;[;ill‘i);ade
Cédigo (VP/VP+FN)
Nao
38434005 Confirmado 43 0,500 1 (43/(43+0)] K-NN
55561003 Ativo 25 0,500 1[25/(25+0)) K-NN
74996004 Confirmado 3 0,550 0,600 [3/(3+2)] K-NN
73425007 Inativo 0 0,500 0 [0/(0+13)] K—NNNI\’I;VM’
Taxa de
. . Algoritmos de
Codigo . Verdadeiros .
SNOMED CT Definigao AUROC Negativos o x;‘;‘ ade
(VN/VN+FP) P
38434005 Nio Confirmado 0,500 1 [43/(43+0)) SVM
55561003 Ativo 0,500 1[34/(34+0)) SVM
74996004 Confirmado 0,500 1 [54/(54+0)) SVM
73425007 Inativo 0,500 1 [46/(46+0)] K_NNNN’;VM’

A tabela 9 apresenta os resultados do dominio “Gravidade”, em que apenas dois codigos
possiveis estavam disponiveis na amostra. Para ambos os casos, o classificador apresentou
alta sensibilidade (grave: AUROC=0,500 e sensibilidade=1; ligeiro: AUROC=0,489 e
sensibilidade=0,952).

Tabela 9 - Resultados do WEKA referentes a coluna "Gravidade" do CPARA, por cédigo SNOMED CT

Gravidade
Cédigo Numero de V;;Zadgfos Algoritmos de
SNOMED Definigdo Instancias AUROC Positivos Maior
cr por Codigo (VP/VP+EN) Sensibilidade
24484000 Grave 38 0,500 1[38/(38+0)] SVM
. 0,952
255604002 Ligeiro 20 0,489 [20/(20+1)] K-NN
Cédigo v Tr:"fl ‘if Algoritmos de
SNOMED Definigio AUROC craacetros Maior
cT Negativos g ecificidade
(VN/VN+FP)
0,952
24484000 Grave 0,489 [20/(20+1)] K-NN
255604002 Ligeiro 0,500 1 [38/(38+0)] SVM
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Apesar da reduzida amostra de registos clinicos disponibilizada, o facto de alguns modelos
apresentarem um bom desempenho, representa que as técnicas de mwachine learning e text mining
podem ser utilizadas para a constru¢ao de um sistema de classificacio automatica na area de
alergologia. No geral, ndo houve nenhum algoritmo que apresentasse um desempenho
superior aos outros, pelo que todos podem ser utilizados para implementar o modelo final,
onde apenas devera ser considerado qual o melhor para cada situagao.

Os modelos deverao ser melhorados e devidamente atualizados quando adquiridos novos
registos clinicos para a amostra. Construidos através das técnicas de fext mining e machine
learning estes modelos poderao ser implementados numa aplicagdo computacional,
nomeadamente uma ferramenta web, para uso nos servi¢os de saide de Portugal, reduzindo
o tempo e esforco da comunidade médica e da area de saude, de interesse. Para além disso
permitird e facilitara a troca de informagao, constru¢ao de relatérios e estatisticas a serem
utilizadas na area de investigagao.
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5. Limitagoes

O projeto apresenta algumas limitagdes, sendo que uma delas se encontra diretamente
associada ao baixo numero de registos clinicos adquiridos para a fase de treino. Este baixo
nimero de registos clinicos, devidamente classificados manualmente pelo especialista em
imunoalergologia para utilizagdo na aprendizagem recorrendo as técnicas de machine learning,
condiciona diretamente os resultados pois quanto maior for o seu numero e a sua
diversificagdo, maior sera a probabilidade de ocorrerem acertos. Este problema tentou
mitigar-se apelando a comunidade médica da area de alergologia para o envio de registos
clinicos de alergologia devidamente classificados com os campos do CPARA, durante uma
apresentacao oral na 37° Reunidao Anual da SPAIC — Sociedade Portuguesa de Alergologia e
Imunologia Clinica.

Um dos filtros criados (filtro de palavras chave) tinha como objetivo a inser¢do de
diferentes termos, que traduzissem o mesmo significado, criando assim um “dicionario” e
outra limita¢ao que este modelo de classificagdo enfrenta, parte da dificuldade de identificar
todas as siglas e os diversos significados que as mesmas palavras possam conter, limitacao
esta que se encontra diretamente relacionada com as proprias técnicas de machine learning.
Uma possivel resolugdo a longo prazo desta questio, pode passar pelo acréscimo manual
destes diferentes e novos termos, ensinando consecutivamente ao programa os diferentes
significados possiveis, enriquecendo-o.

Atualmente a base de dados disponivel para preenchimento e carregamento para a etapa
de aprendizagem, apenas pode conter em cada linha/dominio, um e apenas sé um c6digo
associado e na eventualidade de surgirem diversificados alergénios num sé registo clinico de
alergologia (por exemplo), devem ser indicados separadamente os codigos correspondentes
em linhas distintas, um campo deve conter unicamente um s6 codigo.
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6.Conclusao

O trabalho realizado teve como objetivo principal criar um método para sugestdo de
cédigos do CPARA recorrendo a técnicas de zext mining € machine learning, e como objetivo
secundario criar um prototipo de uma aplicagao web para utilizacao dos profissionais de saude
que necessitam de classificar os diferentes dominios do CPARA com a terminologia clinica
SNOMED CT. Com a construgao deste servico web, esperava-se minimizar os esforgos dos
profissionais de saude de alergologia que utilizam a classificagao do CPARA regularmente.

As técnicas de text mining e machine learning podem ser ferramentas muito Uteis para
extragdao de informacgdes a partir de registos clinicos, informacdes estas que podem apoiar
processos de apoio a decisdo e facilitar tarefas que requerem a classificagdo sistematica de
condi¢des clinicas. Existe uma grande variedade de estudos que utilizaram técnicas de
extracao de informacao a partir de textos de registos clinicos, nomeadamente registos de
saude eletronicos, para a identificacio de doengas e condi¢des clinicas. Técnicas de procura
por palavras chave, algoritmos baseados em regras e técnicas de machine learning sio exemplos

de ferramentas utilizadas por estes estudos, que obtiveram diferentes graus de sucesso.

A construgdo dos modelos de classificagio para sugestio de cédigos SNOMED CT
recorreu a algoritmos de machine learning, ao conceito de aprendizagem supervisionada e a
métodos de procura por palavra chave. Relativamente a avaliacao dos classificadores obtidos
com o uso destas técnicas, foram utilizadas a AUROC conjuntamente com medidas de
sensibilidade e especificidade. A utilizagao destas métricas vai de encontro com a forma de
apresentacao de resultados adotada pelos estudos que utilizaram textos de registos clinicos
para a extragao de informagao e identifica¢ao de condigdes clinicas, nomeadamente estudos
na area médica. A escolha de tais medidas é compativel com o estudo de revisio sistematica
conduzido por (Ford et al.,, 2016), que recomendou uma maior padronizacdo no uso e
apresentacao de métricas associadas ao desempenho de algoritmos de classificagao de textos
de registos clinicos, em particular o uso de valores preditivos positivos e sensibilidade.

Considerando a amostra de registos clinicos utilizada neste trabalho, os resultados
referentes aos classificadores obtidos revelaram uma boa performance para a identificagdo
da maior parte dos cédigos SNOMED CT. Os classificadores apresentaram alta ou média
especificidade e boa sensibilidade para a maior parte dos codigos analisados. Relativamente
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aos classificadores que apresentaram um baixo desempenho quanto a sensibilidade,
concluimos que os potenciais fatores associados sao o baixo numero de registos clinicos
disponibilizados para o treino e limitagoes relacionadas a plenitude das palavras-chave. Neste
contexto, verifica-se a possibilidade de algumas interven¢des, nomeadamente a obtengao de
mais registos clinicos de forma a complementar a otimizar os resultados obtidos com os
modelos de classifica¢do, além da criagdo de um dicionario mais amplo de palavras-chave,
que devera ter maior participagao de especialistas em imunoalergologia.

A titulo informativo, este é o primeiro trabalho que utiliza técnicas de machine learning e
texct mining em textos livres de registos clinicos em Portugués para a detegao automatica de
cédigos SNOMED CT, codigos estes que sao utilizados para caraterizar os sete dominios de
classificacao definidos pelo CPARA em Portugal. A identifica¢ao de informagdes associadas
a alergias em registos clinicos é uma area desafiante, nomeadamente porque textos livres em
registos clinicos apresentam uma grande variedade de estruturas gramaticais e diferentes
formas de se caraterizar um quadro clinico. Métodos baseados em achine learning para a
classificagdo automatica de registos de imunoalergologia promovem uma solugao parcial para
os desafios associados a utilizagdo de registos com diferentes vocabularios clinicos.
Conforme foram empregues neste trabalho, certas caracteristicas sobre a distribuicao das
palavras no texto, nomeadamente a contagem e ocorréncia de termos e expressoes relevantes,
permitiram construir modelos de classificagao automatica. Com base nos resultados obtidos
até agora, tenciona-se otimizar os modelos de classificagao obtidos e implementar um servi¢o
web que sugira coédigos SNOMED CT de alergologia a partir de textos livres, conforme é
recomendado pelo CPARA. Atualmente, o maior desafio para concluir esta proposta, desafio
este que se encontra geralmente associado a maior parte dos métodos baseados em machine
learning explorados na area da satude, é a dependéncia de grandes amostras de registos

manualmente categorizados para o treino de modelos de classificagao.
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7. Trabalhos Futuros

O maior interesse neste projeto, é a evolugao do protétipo para um servigo web, que
permita que esta ferramenta chegue a todos os profissionais de saude de imunoalergologia
de Portugal. Em investigacOes futuras, seria relevante que fossem feitos testes do utilizador,
com o intuito de validar a aplica¢do em termos de usabilidade, tempo e satisfacao, e que fosse
inclusivamente feita a atualizagao dos classificadores com a obten¢do de novos registos
clinicos.
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Anexos

A. Lista de Stopwords Portuguesas

de 2 me

a seu esse

o sua eles
que ou estao
e ser voceé
do quando tinha
da muito foram
em ha essa
um nos num
para ja nem
é esta suas
com eu meu
nao também as
uma so minha
0s pelo tém
no pela numa
se até pelos
na isso elas
por ela havia
mais entre seja
as era qual
dos depois serd
como sem nos
mas mesmo tenho
foi 208 lhe

20 ter deles
ele seus essas
das quem esses
tem nas pelas
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este
fosse
dele

tu

te

VOCes
VoS

lhes
meus
minhas
teu

tua

teus
tuas
Nnosso
nossa
nossos
nossas
dela
delas
esta
estes
estas
aquele
aquela
aqueles
aquelas
isto
aquilo
estou
esta
estamos
estao
estive
esteve
estivemos
estiveram
estava
estavamos
estavam

estivera

estivéramos
esteja
estejamos
estejam
estivesse
estivéssemos
estivessem
estiver
estivermos
estiverem
hei

ha

havemos
hio

houve
houvemos
houveram
houvera
houvéramos
haja
hajamos
hajam
houvesse
houvéssemos
houvessem
houver
houvermos
houverem
houvéreis
houvera
houveremos
houveriao
houveria
houverfamos
houveram
sou

somos

sS40

era

éramos

€ram

fui

foi
fomos
foram
fora
foramos
seja
sejamos
sejam
fosse
fossemos
fossem
for
formos
forem
serel

sera
seremos
serao
seria
seriamos
seriam
tenho
tem
temos
tém
tinha
tinhamos
tinham
tive

teve
tivemos
tiveram
tivera
tivéramos
tenha
tenhamos
tenham
tivesse
tivéssemos
tivessem



tiver
tivermos
tiverem
terel

tera
teremos
terao

teria

terfamos
teriam
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B. Catalogo com os Termos SNOMED CT utilizados no
CPARA - V3.0

Origem da Informacio

Codigo SNOMED CT Descrigao
116154003 Utente/Doente
112247003 Médico
408439002 Imunoalergologista
223366009 Outro profissional de Satde
133932002 Cuidador
420058008 Acompanhante
58626002 Tutor
125677006 Familiar

Classificagao

Codigo SNOMED CT Descrigao
416098002 Alergia medicamentosa
59037007 Intolerancia medicamentosa
414285001 Alergia alimentar
235719002 Intolerancia alimentar
419199007 Reagio alérgica
29544009 Intolerancia

160244002 Sem conhecimento de alergias
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Alergénios Alimentares

Codigo Descrigdo

SNOMED CT
11526002 Aspartame
13577000 Noz
15838006 Caracol
24515005 Especiatias
25631100 Maca
28647000 Carne
44027008 Marisco
51905005 Mostarda
72511004 Frutas
226026007 Bebida de cacau
226760005 Lacticinios
226934003 Porco
227313005 Vegetais
227449005 Frutos secos
230031005 Lagosta
256309005 Péssego
256319004 Cenoura
256326004 Aipo
256355007 Rebentos de Soja
260176001 Kiwi
264295007 Proteina do leite de vaca
412068007 Centeio
412357001 Milho
430503006 Glutamato
230032003 Ostra
23182003 Cereais
278840001 Camario
303300008 Proteina do Ovo
418504009 Aveia
59533004 Aditivos alimentares
102259006 Citrinos
102261002 Morango
227037002 Peixe
227146005 Moluscos
227388008 Canela
256310000 Cerejas
256327008 Tomate
256349002 Amendoim
260170007 Batata
264337003 Semente
406771001 Sulfitos
412071004 Trigo
80237000 Manteiga de cacau
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226915003
28230009
227144008
226359003
7791007
227252000
419420009
256353000
260177005
406774009
418504009
227425007
102264005
412061001
421013007

Carne vermelha
Carne de frango
Atum
Oleo de Peixe
Proteina da soja
Cogumelos
Melancia
Avela
Melao
Acidos gordos Omega 3 derivados do peixe
Aveia
Figos
Queijo
Mirtilos
Framboesas
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Outros Alergénios

Codigo SNOMED CT Descrigdo
418920007 Adesivos
276310004 Epitélio de animais
288328004 Veneno de abelha
260152009 Pelo de gato

11894001 Toxina botulinica
33396006 Niquel
289122001 Cosméticos
260154005 Pélo de Cao
61789006 Tintas para téxteis
115589000 Etanolamina
256435007 Penas
256277009 Ervas (pélenes de ervas)
422304003 Gramineas
256417003 Pelo de Cavalo
128488006 Acaros
111088007 Latex
255667006 Parafina
418785009 Perfume
256259004 Polen
43230003 Borracha
303314008 Veneno de escorpiao
51420009 Silicone e seus detivados
303315009 Aranha
43735007 Enxofre
256260009 Atrvores
256440004 Veneno de vespa
14402002 Madeira
311984009 Agentes fisicos
74964007 Outros agentes ou substancias
260153004 Pelo de Vaca
2309006 Ouro
261243003 Latio
669250006 Cobre
3829006 Ferro
420111002 Metais de contacto
41967008 Prata
12503006 Aluminio
412161004 La
256305004 Resina
415710007 Terpeno
2563030006 Pélen de artemisia e tasneira
57126000 Cola
83619009 Polyvinyl alcohol (substance)
387398009 Podofilina
59545008 Pesticidas
410853002 Perfluorinato
119417004 Organofosfatos
116549003 Pesticida organoclorado
31006001 Fetos
59351004 Citrato
387293003 Antralina
9021002 Carbaril
14241002 Barata
128489003 Areia
412145001 Tinta para o cabelo
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288841007
412160003
42416001
91598004
2799001
256504004
412156001
386936005
412153009
12510000
419604006

Substancia de teste cutaneo
Material de sutura
Lanolina
Peroxido de benzoilo
Cloreto de metilbenzeténio
Material dentario em policarboneto
Seda
Acido azelaico
Pelo de Coelho
Oleo de eucalipto
Ervas daninhas
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Reagao Adversa

Codigo SNOMED CT

Descrigido
95361005 Mucosite
39579001 Anafilaxia
41291007 Angioedema
43116000 Eczema
267036007 Dispneia
40275004 Dermatite de Contacto
418290006 Prurido
247472004 Urticaria
1985008 Voémitos
9826008 Conjuntivite
74964007 Outra
24079001 Dermatite atdpica
4386001 Broncospasmo
195967001 Asma
70076002 Rinite
115664001 Fotossensibilidade
410430005 Paragem cardiorrespiratoria
62315008 Diarreia
73442001 Sindrome de Stevens- Johnson
271759003 Exantema bolhoso
31996006 Vasculite
Gravidade
SNS?;EI; CT Descrigido
24484000 Grave
255604002 Ligeiro
Estado
SN (():1(\)/;1];%) CT Descrigido
55561003 Ativo
73425007 Inativo
74996004 Confirmacio
38434005

Nio confirmagio




